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あらまし 本稿では，雑音に頑健な音声認識のためのマルチチャネル音声強調について述べる．音声認識のための音

声強調では，マイクロホンアレイにより観測したマルチチャネル信号から，目的音声方向の信号を強調し雑音方向の

信号を除去するビームフォーミングが効果的である．ビームフォーミングを行うために必要な目的音声の方向を表す

ステアリングベクトルや雑音の空間相関行列の推定については，時間周波数マスクに基づく手法が活発に研究されて

おり，時間周波数ビンを目的音声と雑音に分類するディープニューラルネットワーク (DNN)を用いてマスクを推定す
る手法が高い性能を示すことが知られている．このような事前の教師あり学習による手法は，未知環境において性能

が低下するおそれがある．そこで本研究では，教師なしで空間相関行列を正確に推定するために，マルチチャネル非

負値行列因子分解 (MNMF)に基づくブラインド音源分離を用いて，観測の各時間周波数ビンを目的音声とそれ以外
の音源 (雑音)に分解する手法を提案する．本研究ではMNMFをオンライン処理に拡張し，音声強調に適した初期化
を行う．MNMFに適したビームフォーミングを明らかにするために，最小分散無歪 (MVDR)ビームフォーミング及
びマルチチャネルウィーナーフィルタリング (MWF)において，時変及び時不変フィルタの両方を比較した．実録音
データに対する音声認識実験を行い，提案法が未知環境において DNNマスクに基づくビームフォーミングと比べて
頑健に動作することを示した．

キーワード 雑音環境下音声認識，音声強調，ビームフォーミング，マルチチャネル非負値行列因子分解

1. は じ め に

雑音に頑健な音声認識のために，ビームフォーミングを用い

たマルチチャネル音声強調が活発に研究されている．ビーム

フォーミングは，目的音声方向の信号を強調し雑音方向の信号

を除去するものである [1]．CHiME Challengeなど近年の国際
技術評価会において，ビームフォーミングが雑音環境下における

音声認識の前処理として効果的であることが示されている [2]．
最小分散無歪 (MVDR) ビームフォーミング [1] をはじめ，一
般化サイドローブキャンセリング (GSC) [3]，マルチチャネル
ウィーナーフィルタリング (MWF) [4,5]，SN比最大化ビーム
フォーミング (MaxSNR) [6]といったビームフォーミングが提
案されている．時間周波数領域においてこれらのビームフォー

ミングを用いるには，ステアリングベクトル及び空間相関行列

から線形フィルタを計算することが必要である [7–12]．
ステアリングベクトル及び空間相関行列の推定に関して多く

の研究が行われてきた．従来の信号の相互相関を用いる GCC-
PHAT 法に基づいてステアリングベクトルを推定したビーム
フォーミング [13]は，実環境の音声認識において十分な性能を
得ることができない [2]．近年，時間周波数マスクに基づく手
法が注目を集めている [7–12]．この手法は観測信号スペクトロ
グラムの各時間周波数ビンが目的音声と雑音に排他的に分類さ

れるという仮定に基づく [7–12]．目的音声及び雑音の空間相関
行列は，分類した時間周波数ビンから計算される [7–12]．目的
音声のステアリングベクトルは，空間相関行列の第一固有ベク

トルとして近似される [7–9]．この分類手法として，例えば複
素混合ガウス分布 (CGMM)に基づく教師なし手法がある [7]．
一方で近年，最もよく使われている分類手法として，ディープ

ニューラルネットワーク (DNN)で時間周波数マスクを推定す
る手法がある [8–12]．DNNを教師ありで学習する際には，入
力となるスペクトログラム及び出力となる理想的なバイナリマ

スク (IBM)のペアが大量に必要となる．
様々なマルチチャネル音響信号処理において位相情報は重要

な役割を担っているが，これらのマスク推定では位相を扱うこ

とが難しい．また事前学習を行うマスク推定では，分類器が訓

練データに対して過学習を起こし，そのデータでカバーできな

い未知環境において音声認識性能が低下するおそれがある．こ

の問題は，種々の雑音を含むマルチコンディションデータを

使った DNNの学習により緩和される [14]．しかし，マイクロ
ホンの種類や収音環境が異なる場合にも頑健であるか議論の余

地がある．

これに対して我々は，マルチチャネル非負値行列因子分

解 (MNMF)によるブラインド音源分離 [15, 16]に基づいて推
定した空間相関行列を用いてビームフォーミングを行う音声強
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図 1 MNMFに基づく空間相関行列推定とビームフォーミングを統合
した提案する音声強調の枠組み

調を提案している [17, 18]．図 1のように，提案する音声強調
ではまず観測信号からMNMFに基づいて空間相関行列を推定
する．次に空間相関行列からステアリングベクトルを推定す

る．そして推定したステアリングベクトル及び空間相関行列か

ら線形フィルタを計算し，ビームフォーミングにより観測信号

から強調音声を出力する．MNMFにより，マイクロホンアレ
イで観測した混合音の複素スペクトログラムから，各音源の空

間相関行列を推定する．ここで各音源のパワー成分について

は基底行列 (スペクトルテンプレートの集合) とアクティベー
ション行列 (各テンプレートの時間的な強度の集合) の積で近
似して表される．MNMFはそれぞれの時間周波数ビンにおい
て位相情報を扱い，観測信号を各音源 (目的音声と雑音) の信
号へと分解している．DNNや混合ガウス分布を用いたマスク
推定に基づく手法は因子分解を行わずに空間相関行列を推定し

ているのに対して [7–12]，提案法ではより正確な空間相関行列
推定が可能になると考えられる．提案する音声強調は事前学習

を必要とせず，適切な訓練データがない環境でも頑健に機能す

ることが期待される．マスクに基づく手法以外のブラインド音

源分離に基づく音声強調手法の研究は未だ少ない [19, 20]．本
稿では，MNMFに基づく空間相関行列推定とビームフォーミ
ングを統合し，その強調性能を異なる 2つの音声認識タスクで
評価した．バッチ処理のMNMFに加えて，オンライン処理の
MNMFを導入し，適切な初期化を行う．ビームフォーミング
として，MVDRビームフォーミング [1]，ランク 1 MWFビー
ムフォーミング及びフルランクMWF [4, 5]の時変フィルタと
時不変フィルタを比較した．

2. ビームフォーミング

本研究では，3つのビームフォーミング手法，すなわちMVDR
ビームフォーミング，ランク 1 MWF ビームフォーミング及
びフルランク MWF を用いる．これらのビームフォーミング
手法を，各音源の伝搬過程とフィルタの推定法という 2つの観
点から整理する．まず各音源からマイクロホンアレイへの 2種
類の伝搬過程を定義する．一つ目は，各音源の伝搬に関して単

一の音源とステアリングベクトルでモデル化するものであり，

ここではランク 1伝搬過程と呼び，単一の直接波を中心として
表現する．二つ目は，フルランクの空間相関行列でモデル化す

るもので，より複雑な伝搬過程を表現できる．ここではフルラ

ンク伝搬過程と呼ぶ．次にビームフォーミングフィルタを得る

ための 2 つの推定法，MAP 推定と最尤推定について述べる．

表 1 各ビームフォーミング手法の関係

推定法

伝搬過程 目的音声 | ランク 1
雑音 | フルランク

目的音声 | フルランク
雑音 | フルランク

最尤推定 MVDR -
目的音声のスケールを考慮しない 式 (3) & (4) -

MAP 推定 ランク 1 MWF フルランク MWF
目的音声のスケールを考慮する 式 (5) & (6) 式 (8) & (9)

表 2 目的音声と雑音の信号，ステアリングベクトル及び空間相関行列

に関する表記法

種類 目的音声 雑音

信号 s n

ステアリングベクトル p -
空間相関行列 P Q

MAP推定では目的音声のスケールをガウス分布で表現した上
で推定に用いる．一方，最尤推定ではそのスケールに関して考

慮しない．表 1にこれらのビームフォーミング手法の関係をま
とめる．

ビームフォーミングは短時間フーリエ変換領域で行われる．

xft ∈ CM を時間フレーム t，周波数ビン f におけるM chマ
イクロホンアレイ観測信号とする．このマルチチャネル観測信

号に線形フィルタ wft ∈ CM をかけることで強調音声 yft ∈ C
を出力する．

yft =wH
ftxft (1)

各ビームフォーミング手法を説明する前に信号，ステアリング

ベクトル及び空間相関行列の表記法を表 2に示す．
2. 1 MVDRビームフォーミング
MVDRビームフォーミング [1]では，M chマイクロホン観
測信号 xft について，次のように仮定する．

xft = pf sft + nft (2)

sft ∈ Cは時間フレーム t，周波数ビン f での単一の目的音声

であり，pf ∈ CM は目的音声のステアリングベクトルである．

nft ∈ CM は雑音を表している．目的音声はランク 1伝搬過程
でモデル化し，M chマイクロホンアレイで観測する目的音声
は sft = pf sft ∈ CM となる．雑音はフルランク伝搬過程でモ

デル化し，平均 0 ∈ CM，分散共分散行列Qf ∈ CM×M のガウ

ス分布に従う．観測信号は xft ∼ NC(pf sft, Qf ) と表現でき
る．MVDRビームフォーミングは目的音声方向から来る信号
に歪み無し制約を置き，残存する雑音を最小化する．これに従

い，MVDRビームフォーミングフィルタ wMVDR
f ∈ CM を次

のように得る．

wMVDR
f =

Q−1
f pf

pH
f Q−1

f pf

(3)

MVDRビームフォーミングは尤度関数 p(xft|sft)を最大化す
ることでも定式化できる [21]．このとき目的音声のスケールは
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考慮しない．さらに，空間相関行列が時変であるQf → Qft と

した場合は時変なMVDRビームフォーミングフィルタを得る
ことができる．

wMVDR
ft =

Q−1
ft pf

pH
f Q−1

ft pf

(4)

2. 2 ランク 1 MWFビームフォーミング
ランク 1 MWF ビームフォーミングは，M ch マイクロホ

ン観測信号 xft について，MVDR ビームフォーミングと同
様の伝搬過程を仮定する．加えて単一の目的音声がガウス分

布 sft ∼ NC(0, ϕf ) に従うと仮定する．ϕf ∈ C は目的音声の
分散である．ランク 1 MWF ビームフォーミングフィルタは
p(sft|xft)を最大化するMAP推定によって得られる．

wr1MWF
f =

Q−1
f pf

pH
f Q−1

f pf + ϕ−1
f

(5)

wr1MWF
ft =

Q−1
ft pf

pH
f Q−1

ft pf + ϕ−1
f

(6)

もし目的音声のスケールに仮定をおかない，すなわち式 (5)及
び (6) で目的音声の分散を無限大 ϕf → ∞ とするのであれば

ランク 1 MWFビームフォーミングはMVDRビームフォーミ
ングと一致する [4]．

2. 3 フルランクMWF
ビームフォーミングと同様にフルランクMWFを空間フィル

タリングに用いる．M chマイクロホン観測信号 xft を次のよ

うに仮定する．

xft = sft + nft (7)

目的音声 sft は分散共分散行列 P f ∈ CM×M のガウス分布

に従い，sft ∼ NC(0, P f ) である．雑音 nft は分散共分散行

列 Qf のガウス分布に従う．目的音声，雑音ともにフルラン

ク伝搬過程である．観測信号 xft は同様にガウス分布に従

い，xft ∼ NC(sft, Qf )である．フルランクMWFはランク 1
MWFビームフォーミングフィルタと同様に p(sft|xft)を最大
化する MAP 推定によって得られる．フルランク MWF はス
ケールの情報を保持した空間相関行列のみから構成される [4]．

wfrMWF
f =(P f + Qf )−1P f u (8)

wfrMWF
ft =(P ft + Qft)

−1P ftu (9)

M 次元単位ベクトル u ∈ CM はリファレンスチャネルとして

選択したマイクロホンチャネルに対応する要素以外は 0である．
本研究では，リファレンスチャネルは平均事後 SNRに基づ

き選択する [10]．

SNRpost,m =
∑T

t=0

∑F

f=0 wH
ft,mP f wft,m∑T

t=0

∑F

f=0 wH
ft,mQf wft,m

(10)

ここで wft,m ∈ CM はリファレンスチャネルとして m番目の

マイクロホンチャネルが選ばれたときの時間フレーム t，周波

数ビン f でのM 次元のフィルタである．

リファレンスチャネル = argmax
m

SNRpost,m (11)

各発話ではそれぞれ独立にリファレンスチャネルが選択される．

リファレンスチャネルを固定するよりも話者の移動に柔軟に対

応できる．

3. 提 案 法

ビームフォーミングを効果的に行うには，空間相関行列を正

確に推定することが重要である．近年，DNNに基づいて推定
した時間周波数マスクが、空間相関行列推定に広く用いられて

いる [8–12]．様々な環境で頑健な音声認識システムのために，
DNNに基づく手法では大量の訓練データを必要とする．本研
究では，従来のマスクに基づく空間相関行列推定とは異なり，

各音源の位相情報を保持するマルチチャネル音源分離の枠組み

に基づく教師なしの空間相関行列推定手法を提案する．

3. 1 マルチチャネル非負値行列因子分解 (MNMF)
MNMFは因子分解モデルに基づく推定を利用する音源分離
手法である [15, 16]．これは NMF の多チャネル拡張である．
NMFでは，与えられた非負値行列 xをより小さい非負値行列

のペア b及び cに分解する．音響信号処理において，頻出する

スペクトル群は基底行列 bで表現され，各スペクトル群がどの

タイミングでどれだけの強度を持つかはアクティベーション行

列 cで表現される．

マルチチャネル音源分離に際して空間的な伝搬を考慮す

る必要がある．そこで観測信号をエルミート半正定値行列

Xft = xftx
H
ft ∈ CM×M として扱う．行列の対角成分は各チャ

ネルのパワーであり，非対角成分は各チャネル間の相関を表す．

MNMFでは音源 l の周波数ビン f での正規化された空間相関

行列Hfl ∈ CM×M を導入している．また，音源割当変数 zlk

で k 番目の行列が音源 l に割り当てられるかどうかを zlk = 1
あるいは zlk = 0で示す. これにより次のようにMNMFの因
子分解モデルを定式化する．

X̂ft =
K∑

k=1

(
L∑

l=1

Hflzlk

)
bfkckt (12)

bfk ∈ R+ 及び ckt ∈ R+ は基底とアクティベーションであ

り，音源の低ランク構造を表現する．MNMFは観測行列X を

[(Hz) ◦ b]及び cへと階層的に分解する．ここで ◦はアダマー
ル積を表し，[(Hz) ◦ b]fk =

∑L

l=1 Hflzlkbfk である．

このMNMFのモデル (12)を用いてHfl，zlk，bfk 及び ckt

を推定する．観測した信号の空間相関行列Xft とそのMNMF
の因子分解モデルとの ISダイバージェンス

DIS(X, {H, z, b, c}) =
F∑

f=1

T∑
t=1

dIS(Xft, X̂ft) (13)

を最小化する MNMF のバッチ処理アルゴリズムは，Sawada
らによって乗法更新式の形で導出されている [15]．

3. 2 MNMF初期化
MNMFの性能は，正規化された空間相関行列Hfl の初期値

に大きく依存する [20]．効果的なHfl の初期値を与えるため
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に，独立低ランク行列分析 (ILRMA) [16]と観測を用いた初期
化を行う．Hfl 以外のパラメータは無作為に初期値を与える．

ILRMA は MNMF と同様の構造でHfl をランク 1 行列と
仮定しており，初期値に頑健であることが知られている [16]．
各音源のステアリングベクトル rfl ∈ CM の外積で，各音源の

Hfl を表現する．

Hfl = rflr
H
fl (14)

ILRMAは教師なしで各音源のステアリングベクトルを推定す
る．本研究では，Hfl を ILRMAで推定したステアリングベク
トルを用いて初期化している．

さらに目的音声のステアリングベクトルとなることを期待し

て，rf1 について観測信号の空間相関行列Xf における最大固

有値に対する固有ベクトルを初期値として与える．

rinit
f1 = PE(Xf ) (15)

ただし，PE(·)は第一固有ベクトルを表す．
3. 3 MNMFのオンライン拡張
本研究ではバッチ処理のMNMFに加えて，オンライン処理
のMNMFを導入する．時間 tに関する総和を含む統計量に着

目して [22]，MNMFをオンライン拡張できる．j(1 ≦ j ≦ J)
番目のブロックバッチを受け取った時の行列Hflの更新式を次

に示す．上付添字 (j)は j 番目のブロックバッチ内での値であ

ることを表す．過去の統計量は重み ρをかけて参照している．

ρを 1以下とすれば，現在の観測がより重み付けられる．

H
(j)
fl α

(j)
fl H

(j)
fl = H ′(j)

fl β
(j)
fl H ′(j)

fl (16)

α
(j)
fl =

∑
k

z
(j)
lk b

(j)
fk

∑
t∈t(j)

cktX̂
−1
ft + ρα

(j−1)
fl (17)

β
(j)
fl =

∑
k

z
(j)
lk b

(j)
fk

∑
t∈t(j)

cktX̂
−1
ft XftX̂

−1
ft + ρβ

(j−1)
fl (18)

この代数リカッチ方程式 (16) を解き，H
(j)
fl を得る．ただし，

H ′(j)
fl は更新前の行列である．zlk，bfk についても同様の更新

式を考えることができる．ckt の更新式はバッチ処理と共通で

ある．このオンライン処理のMNMFを用いて，オンライン音
声強調を実現できる．オンライン処理の MNMF の場合，3. 2
節の初期化は最初のブロックバッチのみで行う．

3. 4 空間相関行列及びステアリングベクトルの推定

ビームフォーミングフィルタを計算するために，MNMFで
推定した値に基づいて目的音声及び雑音の空間相関行列 P 及

びQを定める．3. 2節で述べた特別な初期値を与えた音源を目
的音声とみなし l = 1を割り当てれば，それぞれの空間相関行
列を次のように定めることができる．

P ft =
K∑

k=1

Hf1z1kbfkckt (19)

Qft =
K∑

k=1

(
L∑

l=2

Hflzlk

)
bfkckt (20)

P f = 1
T

T∑
t=1

P ft (21)

Qf = 1
T

T∑
t=1

Qft (22)

ステアリングベクトル pf は，目的音声の空間相関行列 P f

における最大固有値に対する固有ベクトルとして推定される．

pf = PE(P f ) (23)

ランク 1 MWFビームフォーミングは目的音声のスケールの
分散 ϕf を必要とする．目的音声の空間相関行列がステアリング

ベクトルの二乗によって近似されるという仮定 P f ≃ ϕf pf pH
f

に基づき計算する．

ϕf ≃ ∥P f ∥
∥pf pH

f ∥
(24)

ただし，∥ · ∥は行列ノルムを表現する．

4. 評 価 実 験

実際の雑音環境下における音声認識実験により提案する音声

強調手法を評価した．本研究では，2つの異なる音声認識タス
クを用いた．一つ目は CHiME-3 Challenge [2] であり，比較
的大規模の訓練データが利用できる．二つ目は独自に収録した

室内のデータを用いたタスクである．CHiME-3 Challenge の
データセットで訓練されたモデルにとっては未知環境となる．

4. 1 実 験 設 定

CHiME-3 Challenge [2]では，雑音環境に対応する訓練データ
として実録音 1600発話及び模擬録音 7138発話があり，バス，カ
フェ，歩行者エリア，車道の 4種類の雑音環境が用意されている．
実録音 1320発話で構成された評価セット (“et05_real_noisy”)
における音声認識性能を単語誤り率 (WER)を用いて評価した．
各発話は 6 chで構成されており，マイクロホンの向きが異なる
チャネル 2を除いた 5 ch分でマイクロホンアレイ処理を行っ
た．音響モデルとして DNN-HMM [23]を前述の訓練データか
ら構築し，その際ドロップアウト [24]及びバッチ正規化 [25]を
用いて学習した．入力は 1320次元の特徴ベクトルであり，40
チャネルの対数メルスケールフィルタバンク (lmfb)及びその
1次差分と 2次差分を 11フレーム分用意したものである．言
語モデルは標準的なWSJコーパスで学習した単語トライグラ
ムであり，Kaldiデコーダを用いた．
二つ目の音声認識タスクとして室内雑音環境下における日本

語のテストセット Noisy JNAS を用意した．日本語新聞記事
コーパス (JNAS)から音素バランス文を抽出し，男性 5人が混
雑した食堂内で計 200 文を読み上げたものである．遠隔音声
認識システムとして現実的なシナリオとするために，携帯電話

などの商用機器に搭載されているMEMSマイクロホンによる
5chアレイで録音した．話者とアレイの距離は CHiME-3より
も長い約 1 m とした．DNN-HMM 音響モデルは JNAS のク
リーン音声 49678発話に対して各々ランダムに CHiME-3の雑
音を付加したマルチコンディションデータを用いて構築した．

トライグラム言語モデルは JNASコーパスで学習し，Juliusデ
コーダを用いた．この Noisy JNASテストセットは CHiME-3
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表 3 MNMF 実験パラメータ

サンプリング周波数 16 kHz
フレーム長 64 ms
フレームオーバーラップ 10 ms
窓関数 Hamming
マイクロホン個数 M 5
想定音源数 L 5
基底数 K 25
更新回数 10

表 4 CHiME-3 Challenge 及び Noisy JNAS の音声認識タスクにお
ける比較手法と提案手法 (バッチ処理) の単語誤り率

強調手法 フィルタ 式 CHiME-3 Noisy JNAS

強調なし - - 22.19 41.34
重み付き遅延和 時不変 - 15.54 35.28
DNNm-MVDR 時不変 - 11.32 16.59

MNMF-MVDR
時不変 (3) 12.05 11.39
時変 (4) 12.06 11.39

MNMF-r1MWF
時不変 (5) 11.93 11.04
時変 (6) 12.08 10.94

MNMF-frMWF
時不変 (8) 11.91 11.60
時変 (9) 11.87 11.56

テストセットとは多くの異なる特徴を持つ．雑音環境が異なり，

またマイクロホンの種類や配置も異なる．

実験にあたり，表 3のようにMNMFのパラメータを設定し
た．初期値に対するランダム性が実験結果に影響を与えないよ

うにするため，各ビームフォーミング手法は同一のMNMFで
推定した同じ空間相関行列でフィルタを作成した．オンライン

音声強調では基本のブロックバッチサイズは 0.5 s で固定し，
最初のバッチブロックバッチサイズを変えて実験を行った．過

去の統計量にかける重み ρは 0.9とした．
比較手法として重み付き遅延和ビームフォーミングである

Beamformit [13] をベースラインとした．また，マスク推定
を行うフィードフォワード型 DNN を構築して，このマスク
に基づくビームフォーミングとも比較を行った．DNN の構
造は CHiME-3 のタスクで使用する音響モデルと同型である．
入力は 1100 次元の特徴ベクトルであり，100 次元の lmfb を
11 フレーム分用意した．出力は F (= 201) 次元のマスクで
ある．DNN は CHiME-3 データセットを使用して訓練され，
MVDRビームフォーミングのための時間周波数マスクを生成
する (DNNm-MVDR)．これはCHiME-3とNoisy JNASの評
価セットで共通して使用する．

4. 2 実 験 結 果

図 2，3，4及び 5は Noisy JNASの一発話における観測信号
及び重み付き遅延和ビームフォーミング，DNNマスクに基づく
MVDRビームフォーミング，そしてMNMFに基づくMVDR
ビームフォーミング (時不変) で強調した音声のスペクトログ
ラムである．提案法による強調音声では調波構造が最も明瞭に

確認でき，背景雑音が抑圧されている．

図 2 観 測 信 号

図 3 重み付き遅延和ビームフォーミング強調結果

図 4 DNN マスクに基づく MVDR ビームフォーミング強調結果

図 5 MNMF に基づく MVDR ビームフォーミング強調結果

比較手法と提案手法 (バッチ処理) の音声認識結果を表 4
に示す．CHiME-3 タスクにおいて，提案法で最も良い手法，
MNMF-frMWF(時変) は重み付き遅延和ビームフォーミング
と比較してWERを 3.67 ポイント改善した．提案法は，同一
の適合データセットで学習した DNNm-MVDRのWERには
及ばないが，事前学習なしで一貫して高い性能を示している．

Noisy JNASの音声認識は，再訓練のためのデータを使わず
行った．MNMF-r1MWF(時変)は 10.94%のWERを達成して
おり，これは DNNm-MVDRに対して 34.06%の改善を実現し
ている．Noisy JNASタスクは，マイクロホンの設定と雑音環
境について CHiME-3のタスクとは大きく異なる．提案法と比
較して，DNNに基づくビームフォーミングの性能は未知環境
において大きく低下している．これは CHiME-3データに対し
て過学習を起こしているためと考えられる．対照的に，MNMF
を空間相関行列推定に用いる提案法は双方のタスクにおいて高

い性能を維持している．

どのビームフォーミング手法を用いるかについては大きな差

はなかった．CHiME-3評価データでは，フルランクMWFが
わずかに高い性能を示した．Noisy JNAS タスクにおいては，
ランク 1 MWF ビームフォーミングが提案する空間相関行列
推定手法との組み合わせで最も有効であった．MVDRビーム
フォーミングと比較して，ランク 1 MWFビームフォーミング
やフルランクMWFは目的音声のスケールに関する分布を導入
している．また雑音の時変な空間共分散行列の使用は，有意な

改善または劣化をもたらさなかった．
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表 5 CHiME-3 Challenge 及び Noisy JNAS の音声認識タスクにお
ける提案手法の単語誤り率，オンライン処理におけるサイズは最

初のブロックバッチサイズを表す

強調手法 処理 サイズ CHiME-3 Noisy JNAS

バッチ - 11.87 11.56
MNMF- オンライン 1.0 s 16.09 29.57

frMWF(時変) オンライン 2.5 s 13.20 15.77
オンライン 5.0 s 12.23 13.03

オンライン処理を含む提案手法の音声認識結果を表 5 に示
す．ここでは MNMF-frMWF(時変)の結果のみを示すが，他
のビームフォーミング手法も同じ傾向であった．最初のブロッ

クバッチサイズを大きくすることで，バッチ処理には及ばない

がそれに近い性能を実現した．オンライン処理で性能が低下す

る要因として，初期化がバッチブロックサイズに依存する問題

がある．長いブロックバッチを使った方がどの周波数ビンにお

いても正確に空間相関行列の初期値を与えることができる．実

際に同じ初期値を使った場合は，オンライン処理とバッチ処理

の性能は同程度になった．最初のブロックバッチサイズ 1.0 s
の場合に性能が特に低いのは，最初のブロックバッチには目的

音声があまり入っていないためだと考えられる．

5. お わ り に

ビームフォーミングとMNMFの統合に基づく教師なし音声
強調手法を提案した．提案法はMNMFを用いて空間相関行列
を推定し，ビームフォーミングによって強調音声を出力する．

実録音データに対する音声認識実験結果により，提案するバッ

チ音声強調処理・オンライン音声強調処理が，未知環境におい

て DNNマスクに基づくビームフォーミングよりも頑健に動作
することを確認した．
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