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あらまし 本稿では，教師なし音楽理解のための統計的アプローチについて述べる．我々の目標は，言語モデルと音

響モデルとを内包する統一的な階層ベイズモデルを定式化することにより，音楽音響信号に対して自動採譜を行う，

すなわち音符配置を推定すると同時に，音符配置の背後に存在する音楽文法を同時に推論することである．このアプ

ローチは，音楽信号だけから自己組織的に音響モデル・言語モデルを教師なし学習するという点で，一般的な音声認

識システムの枠組みよりは，音声信号からの言語獲得と関連が深い．したがって，音響信号に含まれる音符の個数や

音楽文法の複雑さなどを，データに合わせて自動調節できる仕組みが不可欠である．本稿では，音響モデルや言語モ

デルの一例として，多重基本周波数解析やコード進行解析のためのノンパラメトリックベイズモデルを紹介する．さ

らに，これらを階層ベイズモデルとして統合する試みについて紹介する．
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Abstract This paper presents a statistical approach to unsupervised music understanding. Our goal is to esti-

mate musical notes from music audio signals and induce music grammars from the estimated notes by formulating

a unified hierarchical Bayesian model consisting of probabilistic acoustic and language models. Given music audio

signals, both models are jointly trained in a self-organizing manner. In this paper, we introduce our nonparametric

Bayesian acoustic and language models for multipitch analysis and chord progression analysis. We then explain how

to unify those models in a hierarchical Bayesian manner.
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1. は じ め に

音楽情報処理分野において，音楽音響信号に対する統計的

モデリング（音響モデルの研究）は，ホットなトピックのひ

とつである．特に，多重音に対する基本周波数推定や音源分

離における有用性から，非負値行列分解 (nonnegative matrix

factorization: NMF) は大きな注目を集めている [1–4]．標準

的な NMFでは，多重音の振幅あるいはパワースペクトログラ

ム（非負値行列）を二つの非負値行列，すなわち，周波数方向

の基底スペクトルの集合と各基底スペクトルに対応する時間方

向の音量変化の集合とに分解することができる．

近年，音声信号の生成過程を説明する目的で考案されたソー

ス・フィルタ理論を楽器音の統計的モデリングに援用すること

がしばしば行われている [5,6]．周波数領域において，楽器音の

音高と音色はそれぞれ，音源信号の性質を表す微細構造（調波

構造）と楽器個体の共鳴特性を表すスペクトル包絡によってよ

く特徴づけられる．人間の聴覚系はスペクトルのピーク（フォ

ルマント）に対して敏感であるため，楽器音の各時間フレーム

におけるスペクトル包絡を，全極型周波数伝達関数（自己回帰

フィルタの周波数応答）を用いて表現することが一般的であ

る [5]．全極型スペクトル包絡推定の古典的な方法である線形

予測分析 (linear predictive coding: LPC) [7]は，音源信号が

— 1 —



ガウス性白色雑音であるという強い仮定のもとで，観測音声信

号のスペクトル包絡を推定する手法である．

LPCの問題点を解決する有望な統計的アプローチとして，複

合自己回帰モデル (composite autoregressive model: CAR) [2]

と呼ばれるソース・フィルタ NMFが提案されている．観測音

響信号のスペクトログラムは，複数個の微細構造（ソース）と

複数個のスペクトル包絡（フィルタ）との組み合わせから構成

されているとみなす．重要なのは，音源信号がガウス性白色雑

音であるとは仮定されておらず，全極型スペクトル包絡と同時

に音源信号のスペクトル自体が推定される点である．さらに，

ノンパラメトリックベイズ拡張された無限複合自己回帰モデル

(infinite CAR: iCAR) [3]では，適切な個数のソースとフィル

タが推定できるだけではなく，音源信号のスペクトルを調波構

造型の関数で表現することで，音源信号の基本周波数 (F0) を推

定できる．本稿では，2.章において，iCARを対数周波数領域で

再定式化した無限重畳離散全極モデル (infinite superimposed

discrete all-pole model: iSDAP) [8]を紹介する．

一方，楽譜や和音系列などの離散記号で表現されるデータに

対する統計的モデリング（言語モデルの研究）についても近年

盛んになりつつある．これまで，和音系列に対する言語モデル

として，nグラムモデルが広く利用されてきた [9–15]．和音は

時間局所的な依存性を持つことが知られているため，この仮定

はある程度妥当であると考えられている．しかし，従来の経験

的なスムージング方法に基づく nグラムモデルを適用する上で

は，三つの本質的な問題があった．すなわち，1) n グラムモ

デルの理論的な裏付けがないこと，2) 各和音は異なるコンテ

キスト長を持っているにもかかわらず，nの値を一意に決める

必要があること，3) 語彙として考慮すべき和音の種類や粒度

(例：major, minor, augmented, diminished, seventh, ninth,

· · · , それらの派生形)が恣意的に決められること，が問題であっ

た．特に，3)の問題意識を持つ研究はほとんどなく，例えば，

和音認識タスクにおいては，語彙に含まれない和音は「未知の

和音」としてひとくくりにするか，語彙に含まれる和音のうち

で最も近いものとみなすことが一般的であった．

このような問題意識のもと，自然言語処理分野で提案された

ノンパラメトリックベイズ nグラムモデル [16–19]を拡張した

和音系列に対する語彙フリー無限グラムモデル [20]を 3.章で

紹介する．このモデルでは nグラム確率が階層的にスムージン

グされており，以下のような利点がある．1) 観測データの背後

にある生成モデル（確率過程）を考えることで，次の和音の予

測確率を理論的に定式化できる．2) 与えられた和音系列中の各

和音が，それぞれ異なる長さのコンテキスト（理論的には無限

の長さであってもよい）を持つことを許容する．モデルを学習

する過程で，各和音ごとにコンテキスト長の事後分布を推定で

きる．3) あらゆる音の組合せ（音楽で通常用いられているもの

に限らない）を和音の種類として許容できる．新しい音の組合

せの和音が出現するたびに語彙を必要に応じて拡張していくこ

とができる．副次的な効果として，学習データに含まれる，さ

まざまな長さを持つ統計的に特徴的な和音進行パターンを見つ

けることができる．

最後に，4.章で，近年研究が進みつつある音響モデルと言語

モデルとを統合する試み [21]について紹介する．音響モデルに

求められる能力は，連続データである音響信号から離散的な記

号（音符や和音など）を切り出すことで，言語モデルで取り扱

えるようにすることである．一般に，NMFを用いれば，各フ

レームにおける各音高の音量が推定できるが，音高の存在有無

を決定するには閾値処理が必要である．そこで，音響モデルに

二値変数を組み込むことで，閾値処理を行うことなく音高の有

無を判定すると同時に，その音高の組み合わせの系列の背後に

存在する和音系列を推定する方法が提案されている．これは，

音楽音響信号だけから和音の概念や和音進行のパターンを獲得

しようとするものであり，より高度な音楽文法獲得に向けての

有望なアプローチである．

2. 無限重畳離散全極モデル

本章では，連続ウェーブレット変換で得られる対数周波数ス

ペクトログラムに対してソース・フィルタ分解を行うための無

限重畳離散全極モデル (iSDAP) を紹介する．本モデルでは，

与えられた音楽音響信号に対し，各フレームに含まれる複数の

F0（調波構造）を推定すると同時に，複数のスペクトル包絡

（楽器の音色）を発見することができる．これを実現するため，

スペクトル包絡推定のための離散全極モデル (DAP) [22] を，

F0 とスペクトル包絡の同時推定のための複合自己回帰モデル

(CAR) [2, 3]の枠組みに確率的に統合する．このとき，観測ス

ペクトログラムに合わせてソースとフィルタの個数を自動調節

するため，ノンパラメトリックベイズモデルを定式化する．も

し，観測データが無限にあれば，理論的には無限個のソースと

フィルタが存在するはずである．一方，有限の観測データが与

えられた場合は，そこに含まれる高々有限個のソースとフィル

タを推定する必要がある．ノンパラメトリックベイズ理論を用

いると無限次元の空間内でスパースな学習が可能になる．

2. 1 確率モデルの定式化

本節では iSDAPの確率モデルの定式化を行う．いま，対数

周波数領域における振幅スペクトログラムをX ∈ R
M×N とす

る．ここで，M は周波数ビンの個数であり，N はフレームの

個数である．非負値行列X を，二つの因子W およびH に分

解することを考える．

Xmn ∼ Poisson

(
I→∞∑
i=1

J→∞∑
j=1

θniφjWnijmHnij

)
(1)

ここで，θniはフレーム nにおけるソース iの局所的な重み，φj

は全フレームにおけるフィルタ j の大域的な重みを表す．Hnij

はフレーム nにおけるソース i・フィルタ jの組み合わせの音量

を表す．{Wnijm}Mm=1 は，フレーム nにおけるソース i・フィ

ルタ j から生成されたある楽器音の振幅スペクトルである．

2. 1. 1 ソース・フィルタの組み合わせ

図 2 で示す通り，振幅スペクトル {Wnijm}Mm=1 は対数周波

数領域において調波構造を持つことを仮定する．

Wnijm =
R∑

r=1

FnijrSmnir (2)
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図 1 無限重畳離散全極モデル (iSDAP)：ソース数 I とフィルタ数 J

がいずれも無限に発散した場合の極限を考える．

ここで，Rは倍音の個数であり，{Smnir}Mm=1 はフレーム nに

おけるソース iの第 r次倍音成分の単峰的なスペクトルであり，

次式で表すものとする．

Smnir = exp

(
− 1

2σ2
(fm − (μni + 1200 log2 r))

2

)
(3)

ここで，μni はフレーム nにおけるソース iの対数基本周波数

F0 [cents]，fm はスペクトログラムにおける m番目の周波数

ビンに対応する対数周波数，σ2 は各倍音を中心としたメイン

ローブの広がりである．

ここで，倍音成分の重み {Fnijr}Rr=1 は，対数周波数領域に

おいて全極型伝達関数を用いて表現する．

Fnijr =
1∣∣∣∑P

p=0 ajpe−ωnirpi

∣∣∣ =
(
aT
j U(ωnir)aj

)− 1
2

(4)

ここで，aj ≡ [aj0, · · · , ajP ]
T であり，ωnir はフレーム n に

おけるソース iの第 r 次倍音に対応する正規化角周波数 [rad]

であり，U(ω)は (P + 1) × (P + 1)の行列であり，各要素は

[U(ω)]pq = cos(ω(p − q)) で与えられる．Fnijr はパワーでは

なく，振幅を表すことに注意する．

SDAPでは，ソースとフィルタを組み合わせる際に，ソース

の倍音成分の重みのみが全極型スペクトル包絡によって制御さ

れる．したがって，スペクトル包絡を推定する際に，倍音成分

（調波構造のピーク）のみが参照される．これは，CARは線形

予測分析 (LPC) の多重音拡張である野に対して，SDAPが離

散全極モデル (DAP) の多重音拡張であることを意味する．

2. 2 事前分布の設計

無限次元のベクトル θn = [θn1, · · · , θnI ]
T および φ =

[φ1, · · · , φJ ]
T に対してスパースな学習を行うため，ガンマ

過程事前分布を仮定する [3, 4]．これを近似的に実現するひと

つの方法として，θn および φの各要素に対して独立なガンマ

事前分布を仮定する．

θni ∼ Gamma
(αθ

I
, αθ

)
(5)

φj ∼ Gamma
(αφ

J
, αφ

)
(6)

ここで，αθ および αφ は超パラメータであり，ガンマ過程の

集中度と呼ばれる．打ち切りレベル I を無限に大きくしていけ

対数周波数 [cents]・・・ ・・・

全極型スペクトル包絡が倍音成分の重みを決定

振
幅

図 2 対数周波数領域におけるフレーム n におけるソース i とフィル

タ j との組み合わせによる楽器音スペクトルの生成

ば，ベクトル θn は集中度 αθ をもつガンマ過程からのランダム

サンプルとみなすことができる．ここで，任意の正の実数 εに

対して θni > εを満たす実効的な要素数 I+ はほとんど確実に

有限であることが証明されている．現実的には，I を αθ に比

べて十分大きく設定すれば，θn の I 個の要素のいくつかだけ

がゼロよりある程度大きな値をとることが期待できる．一方，

音量 Hnij に関しては，ガンマ事前分布を仮定する．

Hnij ∼ Gamma(aH , bH) (7)

ここで，aH および bH は超パラメータである．

3. 語彙フリー無限グラムモデル

本章では，単語系列をモデル化する上で単語の語彙を定義す

る必要がない NPYLM [19] と同様の問題意識のもと，和音系

列をモデル化する上で和音の種類に関する語彙を定義する必要

がない語彙フリー無限グラムモデルを紹介する．

3. 1 問 題 設 定

いま，語彙（和音の種類の集合）をW とし，そのサイズを

V（語彙フリーの場合は音高のあらゆる組み合わせの数）と

する．ある和音を w ∈ W とし，長さ n − 1 のコンテキスト

を u ∈W n−1 とする．学習データX は，長さM の和音系列

x1 · · ·xM であるとする．ここで，xm ∈ W (1 � m � M) で

あり，簡単のため学習データは 1つの和音系列のみであるとし

た．nグラムモデルでは，ある和音 xm は直前の n− 1個の和

音（コンテキスト）に依存していると仮定する．

P (xm|x1 · · ·xm−1) = P (xm|xm−(n−1) · · ·xm−1) (8)

我々の目的は，学習データX が与えられたときに，コンテ

キスト uに続く和音 w の予測確率 Pu(w|X) を求めることで

ある．これまで，経験的あるいは理論的な様々なスムージング

方法が提案されており，以下で説明する．

3. 2 階層 Pitman-Yor言語モデル

Teh [16] は，ノンパラメトリックベイズ理論を用いて，階

層Pitman-Yor言語モデル (hierarchical Pitman-Yor language

model: HPYLM) と呼ぶ新しい n グラムモデルを提案してい

る．興味深いことに，従来より高精度なスムージングができる

ことが経験的に知られていた I-KNは，近年 HPYLMの近似で

あることが明らかとなった．そのため，より精緻なモデルであ

る HPYLMは，I-KNより優れた予測精度を達成可能である．

3. 2. 1 階層 Pitman-Yor過程とモデルの定式化

まず，ノンパラメトリックベイズモデルを構成する際にしば

しば利用される Pitman-Yor過程 (PY) [23]と呼ばれる確率過
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程について簡単に説明する．PYはディリクレ過程 (DP) の自

由度を増やすように拡張されたものであり，DPと同様に確率

分布上の確率分布となっている．すなわち，あるサンプル空間

（例：和音の語彙W）上の確率分布（例：あるコンテキストが

与えられたときの次の和音の確率分布）に対する確率分布であ

る．したがって，PYは語彙W 上の nグラム確率分布に対す

る事前分布として利用可能である．いま，dおよび θ を正の実

数とし，G0 をサンプル空間上の分布とすると，PYは

G ∼ PY(d, θ,G0) (9)

と書ける．dはディスカウントパラメータ，θは集中度，G0 は

基底測度と呼ばれる．PYから生成される Gもまたサンプル空

間上の確率分布である．θの値が大きくなればなるほど，G0 と

似通った Gが生成される確率が高くなる．

HPYLMは PYを階層化することで定式化できる．いま，語

彙W 上のユニグラム分布 Gφ があるとする．ここで，φは長

さ 0のコンテキストを表し，Gφ(w)で和音 w のユニグラム確

率を表わすものとする．長さ 1のコンテキスト uが与えられた

上でのバイグラム分布 Gu は，ユニグラム分布 Gφ とは異なっ

ているものの，（特に高頻度の和音に関して）Gφ といくらか類

似していると考えられる．このとき，バイグラム分布 Gu はユ

ニグラム分布 Gφ を基底測度とする PYから生成された，すな

わち，Gu ∼ PY(d1, θ1, Gφ) と考える．ここで，d1 および θ1

はディスカウントパラメータおよび集中度であり，長さ 1の任

意のコンテキストをもつユニグラム分布の生成過程で共有され

ている．一般に，長さ n− 1のコンテキストが与えられた上で

の nグラム分布 Gu は，Gπ(u) を基底測度とする PYから

Gu ∼ PY(d|u|, θ|u|, Gπ(u)) (10)

として生成されると考える．ここで，d|u| および θ|u| はコンテ

キスト長 |u|におけるディスカウントパラメータおよび集中度
である．ただし，n− 1グラム分布 Gπ(u) もまた未知であるの

で，n− 1グラム分布 Gπ(u) に対する事前分布として，d|π(u)|

および θ|π(u)| をパラメータとし，n− 2グラム分布Gπ(π(u)) を

基底測度とする PYを考える．このような生成過程は再帰的に

定義することができ，最終的にユニグラム分布 Gφ は

Gφ ∼ PY(d0, θ0, G0) (11)

で生成される．ここで，G0 はグローバルな基底測度であり（ゼ

ログラム分布）, 通常は一様分布 G0(w) = 1/V が仮定される.

最終的に，HPYLMは深さ n− 1を持つ接尾語木で表現でき

る．例として，図 3に n = 3の場合を示す．木の中の各ノード

ごとに，それぞれ対応するコンテキストが存在する．すなわち，

木の根ノードから着目するノードまで枝に沿って木を下ること

は，コンテキスト中の和音を過去に一つずつ遡ることを意味

する．図 3は中華料理店過程 (CRP) 表現と呼ばれ，ノードは

レストラン，ノードに割り付けられた和音 xm を客と呼ぶ．ス

ムージングのため，客は代理客を上位のレストランに送り込む

ことがあり，全体の客配置は未知である．逆に言えば，全体の

客配置を求めることで，nグラム確率を計算することができる．

F:maj

C:maj D:min

C:maj

深さ０

深さ１

深さ２

…

…

コンテキストを
バックトラック

代理客
を送る

φ

…

レストラン
C:maj F:maj

レストラン
D:min F:maj

レストラン
F:maj

代理客
を送る

レストラン

G:7

もとの客

代理客を送ったもとの客

代理客を送った代理客

代理客

図 3 階層 Pitman-Yor 言語モデルにおける客の着席方法（中華料理

店過程: CRP）

3. 3 可変長 Pitman-Yor言語モデル

HPYLM の問題は，全ての客が深さ n − 1 のレストランに

強制的に入れられることである．これは全ての和音のコンテ

キスト長を n − 1 に固定していることを意味し，適切ではな

い．この問題を解決するため，持橋と隅田 [17] は，それぞれ

の客が異なる深さのレストランに入ることを許容する可変長

Pitman-Yor言語モデル (variable-order Pitman-Yor language

model: VPYLM) を提案している．VPYLM では，それぞれ

の観測変数 xm には nグラム長を示す潜在変数 zm が対応して

いると仮定する．ただし，zm の真の値は未知であるので，ベ

イズ的に zm の値のあらゆる可能性を考慮に入れて（積分消去

することで）次の和音の予測を行う．すなわち，異なる nに対

応する nグラムモデルを重みつきで加算することで，無限混合

モデルの一種である無限グラムモデルが構成できる．

VPYLMは，客 xm が入るべきレストランの深さ（あるいは

nグラム長 zm）を確率的にモデル化することで定義できる．一

般に，学習データが多くなるほど高次 nグラムモデルを精度よ

く学習できるようになることから，多く観測されるコンテキス

トをもつ客ほど，深いレストランに入りやすくなるような機構

が必要である．このような要求に合致するものとして，棒折り

過程 (stick-breaking process: SBP) [24]を利用する．

いま，潜在変数 zm の値は SBP に従ってどのように確率的

に決まるかについて考える．まず，客 xm は経路 φ→xm−1→
xm−2→ · · · に沿って木を下ってゆく．その経路において，客
が深さ i − 1 (1 � i � ∞)のレストラン ui−1 に到着するたび

に，確率 ηui−1 で停止するか，確率 1− ηui−1 で通過するかを

選択する．したがって，客が木を下っていって深さ n− 1のレ

ストランで停止する確率，すなわち zm = nとなる確率は，

Pu(n|η) = ηun−1

n−1∏
i=1

(1− ηui−1) (12)

であり，nが大きくなるに従って指数的に減衰する．

いま，木に含まれる各ノード uに対するパラメータ ηu は未

知であるので，事前分布を設定することで不確実性を適切に取

り扱うことにする．具体的には，定義域が 0 < ηu < 1である

ことから，αおよび β を超パラメータとするベータ事前分布を
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設定する．

p(η) =
∏

u∈tree
Beta(ηu|α, β) (13)

3. 4 ネスト型 Pitman-Yor言語モデル

自然言語処理分野における従来の nグラムモデルの本質的な

問題は，新語や造語が作られるなどして語彙は日々成長してい

くものであるにもかかわらず，有限の語彙を明示的に定義しな

ければならないことであった．単語系列をモデル化する上でこ

の問題を解決するため，持橋ら [18,19]は可算無限個の単語上に

定義された基底測度G0 に基づくネスト型 Pitman-Yor言語モ

デル (nested Pitman-Yor language model: NPYLM) を提案

している．もし，従来通り一様分布G0(w) = 1/V を基底測度に

用いると，語彙のサイズが V → ∞であるときに，G0(w) → 0

となってしまう．代わりに，文字レベルの VPYLM に基づく

「綴りモデル」を単語レベルの VPYLMの基底測度に用いるこ

とができる．言いかえれば，各単語は文字の系列であり，それ

らの生成は文字レベルの CRPに従うと仮定する．単語の長さ

は，非負整数上に定義されたポアソン分布に従うことが知られ

ている．したがって，あらゆる単語wのゼログラム確率G0(w)

を，その単語を構成する文字群の生成確率と単語長の確率との

積として定義することで，無限語彙モデルを得ることができる．

3. 5 音高の組み合わせ系列に対するNPYLM

和音系列をモデル化する上では，単語系列のための nグラム

モデルである NPYLM を直接適用することはできない．単語

は文字の経時的な並びであるのに対し，和音は音符の同時的な

組み合わせであるので，NPYLMとは異なる基底測度 G0 が必

要になる．この問題を解決するため，和音の構成音に基づく確

率モデルを和音レベルの VPYLM の基底測度 G0 として利用

する方法を提案する．具体的には，ある和音に 12種類ある各

ピッチクラスの音が「含まれているかどうか」に関するモデル

化を行う．この場合，語彙サイズ V = 49153は大きいながら

もいまだ有限であり，従来の有限語彙の nグラムモデルでも扱

うことはできる．しかし，本研究で提案する方式では，楽譜情

報が利用可能であれば，ある和音に各ピッチクラスの音が「何

個含まれているか」を非負整数上に定義される分布（ポアソン

分布や負の二項分布など）を用いてモデル化することで，容易

に無限語彙モデルを定式化できる利点がある．

基底測度 G0 は，根音のクラスと各構成音の有無とが独立で

あるという仮定に基づいてモデル化する．一般に和音 w は，

w0:w1 · · ·w12 と書くことができる．ここで，w0 は根音のクラ

スを示す確率変数であり，他はバイナリ値をとる確率変数であ

る．ただし，w = Nであれば，w0= Nとして残りの変数は利

用しないものとする．このとき，w0 は 13次元の離散分布に，

残りの各変数はそれぞれベルヌイ分布に従うと仮定すると，

G0(w) = p(w|π, τ ) = πw0

12∏
i=1

τwi
i (1− τi)

1−wi (14)

とできる．ここで，π={πC, πC#, · · · , πB, πN} は，13種類のシ
ンボル，すなわち 12種類の根音のクラスか特別なクラス Nの

生起する確率であり，τ ={τ1, · · · ,τ12} は対応する相対音高の

存在確率を示している．ただし，w = Nであれば，G0(w)=πN

とする．さらに，パラメータ π および τ の値は未知であるの

で，共役事前分布としてディリクレ分布およびベータ分布を設

定することで，不確実性を適切に取り扱う．

p(π, τ ) = Dir(π|a0)

12∏
i=1

Beta(τi|b0, c0) (15)

ここで，13 次元ベクトル a0, 正の実数 b0 および c0 は超パラ

メータである.

4. 階層ベイズ音響・言語モデル

本章では，NMFに基づく音響モデルと，HMMに基づく言

語モデルを統合することにより，和音と音高の依存関係を考慮

しつつ，音楽音響信号に対する音高推定を行うだけではなく，

和音進行を学習することができる手法 [21]を紹介する．

4. 1 音響モデルの定式化

音響モデルは，通常の NMFに対して，基底のオン・オフを

表す二値変数を導入することで定式化できる．

Xmn ∼ Poisson

(
K∑

k=1

WkmHknSkn

)
(16)

ここで，{Wmk}Mm=1 は k 番目の基底スペクトルを，Hkn は時

刻 nにおける基底 k の音量を，Skn は時刻 nにおいて k 番目

の基底が使われているかどうかを示す二値変数を表す．

基底スペクトル行列W に対しては，ガンマ事前分布を仮定

し，スパースになるように誘導する．

Wkm ∼ Gamma (a0, b0) (17)

アクティベーション行列 H も基底行列W と同様にモデル化

できる. ただし，Hkn がほぼ 0 となってしまうと Skn の値が

NMFに影響を与えず，マスクとしての機能を果たさない．そ

こで，Hkn の事前分布として逆ガンマ分布を仮定すれば，Hkn

が常にある程度の値を持つように誘導すればこの問題は回避で

きる．さらに，時間方向の滑らかさを導入するため，H に対し

下式に示す逆ガンマ連鎖事前分布を与える．

Gkn|Hk,n−1 ∼ InverseGamma
(
η, η

Hk,n−1

)
(18)

Hkn|Gkn ∼ InverseGamma
(
η, η

Gkn

)
(19)

ここで，η はアクティベーションの時間変化の滑らかさを決定

するハイパーパラメータで，Gkt はHk,n−1 とHkn に正の相関

を持たせるために持導入した補助変数である．

4. 2 言語モデルの定式化

言語モデルは，マルコフ性を持つ和音列 Z = {z1, . . . , zN}
(zt ∈ {1, . . . , I})を隠れ変数に持ち，二値変数S = {s1, . . . , sN}
(st ∈ {0, 1}K)を出力する HMMとして定式化される（図 4）．

ここで I は隠れ状態の種類，すなわち和音の種類であり，K

は出現する可能性がある音高の数を表す．ただし，提案モデル

全体から見た場合は，音高の有無を表す S は隠れ変数である．

HMMは以下に示すように定式化される．
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コード進行

E♭ E♭

84音

二値変数
は出力確率に従う
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A♭

図 4 統一的階層ベイズモデルにおける言語モデル部分．

z1 ∼ Categorial(φ) (20)

zn|zn−1 ∼ Categorical(ψzn−1
) (21)

Skn|zn ∼ Bernoulli(πznk) (22)

ここで，ψi ∈ R
I は和音 ziから次の和音への遷移確率，φ ∈ R

I

は初期確率，πztk は和音 zt の下で k 番目の音高が出力される

確率を表す．これらのパラメータに対し，共役事前分布をおく．

ψi ∼ Dir(1I) φ ∼ Dir(1I) πik ∼ Beta(e, f) (23)

ここで，eと f はハイパーパラメータである．

4. 3 事後分布の推論

観測データX が与えられた時に，すべてのパラメータと潜

在変数の同時的な事後分布を，ギブスサンプリングを用いて近

似的に求めることができる．もし，音高配置を表す二値変数 S

が既知であれば，音響モデルと言語モデルは独立に更新できる．

一方，両方のモデルが既知であれば，二値変数 S を更新でき

る．したがって，これらのステップを交互に反復することを繰

り返せば，事後分布からのサンプルが近似的に得られる．

5. お わ り に

本稿では，言語モデルと音響モデルとを内包する統一的な階

層ベイズモデルを定式化することにより，音楽音響信号に対し

て自動採譜を行う，すなわち音符配置を推定すると同時に，音

符配置の背後に存在する音楽文法を同時に推論する試みについ

て紹介した．4.章で述べたように，NMFと HMM（バイグラ

ムモデル）を統合する方式においては，各部について 2.章や

3.章で述べた拡張が可能である．一方，音符配置をより精緻に

モデル化するためには，言語モデルの高度化が必須である．具

体的には，自然言語処理における構文解析や意味解析に相当す

る処理が必要であり，確率的文脈自由文法 (PCFG) や潜在的

ディリクレ配分法 (LDA) などの応用が有望である．
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