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あらまし 本稿では，時間周波数クラスタリングによるマルチチャネル音源分離のためのネスト型混合モデルについ
て述べる．時間周波数クラスタリングによる音源分離では，混合音は各音源の観測モデルの混合モデルに基づいて生
成されるとする．この混合モデルを推定するための特徴量として各マイクでの音の位相と各音源のパワースペクトロ
グラムを用いることができる．提案法ではこのパワースペクトログラムを基底の混合モデルによりモデル化する．こ
れにより，提案法では混合音が音源の混合モデルで，各音源が基底の混合モデルでモデル化される．これをネスト型
基底・音源混合モデルと呼ぶ．評価実験により，音声などの混合音に対して提案法により SDRと SIRが向上するこ
とを確認した．
キーワード マルチチャネル音源分離，時間周波数クラスタリング，潜在的ディリクレ配分法

1. は じ め に

マイクロホンアレイを用いたマルチチャネル音源分離にお
いて，これまでに多くの手法が提案されてきた．広く用いられ
ている手法のうちの一つに，独立成分分析 (ICA) [1] がある．
ICA は各音源の統計的な独立性を仮定することにより分離行
列を推定する．この ICA をもとに独立ベクトル分析 (IVA) [2]
や FastICA [3] などのさまざまな手法が提案されているが，こ
れらの手法は共通してマイク数が音源数より少ない劣決定条件
では分離できないという問題点がある．
これに対し，劣決定条件でも分離が可能な手法として時間・周

波数クラスタリングに基づく音源分離法が着目されている [4–9]．
このアプローチでは，各音源スペクトログラムが時間・周波数
領域でスパースであると仮定することで，混合音スペクトログ
ラムの各時間・周波数ビンにおける観測はそれぞれいずれか一
つの音源成分が直接観測されたものであるとみなす．つまり，
この仮定では，混合音の観測モデルは各音源の観測モデルの混
合モデルとして扱われる．この混合モデルを推定するため，マ
イク間の音の位相差とパワー差を特徴量として用いた混合ワ
トソン分布のクラスタリング [4–7]や各マイクでの音の位相と
パワーを特徴量として用いた混合ガウス分布のクラスタリン
グ [8, 9] による分離法が提案されている．
特徴量にマイク間のパワー差ではなく各マイクでのパワーを

用いる利点として，音源の混合過程のような空間モデルだけで
なく各音源のパワースペクトログラムの性質に基づいた音源の
モデル化も同時にできるという点が挙げられる．大塚ら [8] は
パワースペクトログラムのスパース性に基づいたモデル化を行
うため，このパワーに対しスパースとなる事前分布を用いたモ

デル化を行った．また，パワースペクトログラムの低ランク性
を用いたモデル化も行われている [9]．この手法では，単チャネ
ル音源分離でよく用いられる非負値行列因子分解 (NMF) [10]
のようにパワースペクトログラムが基底スペクトルとアクティ
ベーションの積の和を用いて表現される．マルチチャネル音源
分離においても，空間モデルだけではなく音源モデルも考慮す
ることにより分離性能の向上が期待される．
本稿では，このパワースペクトログラムをさらに混合モデル
を用いてモデル化した２段階のネスト型混合モデルによる音源
分離法を提案する．提案法では，NMFのようにパワースペク
トログラムを基底スペクトルとアクティベーションに分解し，
それに加えて基底スペクトルのスパース性を仮定する．つまり，
パワースペクトログラムの各時間周波数ビンではいずれか一つ
の基底の成分のみが観測されるとする．これにより，提案法で
は空間モデルが音源の混合モデル，音源モデルが基底の混合モ
デルを用いてモデル化される．この２つの混合モデルをネスト
型基底・音源混合モデルと呼ぶ．提案法ではネスト型基底・音
源混合モデルに対して潜在的ディリクレ配分法 (LDA)の枠組
みを用いてギブスサンプリングを行うことで二つの混合モデル
を同時に推定する．図 1に提案法における混合音の生成モデル
を示す．

2. 提 案 法

提案法では，ベイズモデルを用いてネスト型基底・音源混合
モデルのモデル化を行い，LDAの枠組みを用いてそのモデルの
推定を行う．本章ではそのモデル化と推定方法について述べる．

2. 1 モ デ ル 化
ここでは提案法のモデルの定式化について述べる．提案法で
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図 1 提案法の生成モデル．音源モデルでは各音源のパワースペクトロ
グラムが基底・アクティベーション・マスクにより構成される．
マスクにより一つの基底のみが選択される (黒色の部分が選択さ
れた部分)．空間モデルでは混合音スペクトログラムが音源スペ
クトログラム・伝達関数・マスクにより構成される．マスクによ
り一つの音源のみが選択される．

は時間領域の信号に対して短時間フーリエ変換 (STFT) を行
うことにより得られる時間周波数領域の信号に対してモデル化
を行う．まずK 個の音源をM 個のマイクを用いて録音すると
し，時刻 t，周波数 f での観測 xtf と音源信号 ytf を以下のよ
うに定義する．

xtf = [xtf1, · · · , xtfM ]T ∈ CM (1)

ytf = [ytf1, · · · , ytfK ]T ∈ CK (2)

このとき周波数領域での瞬時混合を仮定すると，観測は以下の
ように表される．

xtf =
K∑

k=1

afk · ytfk (3)

ただし，afk は周波数 f での音源 k の伝達関数である．ここ
で，ytfk が次のような複素ガウス分布に従うとする．

ytfk ∼ NC(0,λtfk) (4)

λtfk = E[y2
tfk]は時刻 t，周波数 f での音源 kのパワーを表す．

このとき音源 k のみを観測した時の観測 xtfk は次のような複
素ガウス分布に従う．

xtfk ∼ NC(0,λtfkG−1
fk ) (5)

ここで，G−1
fk は周波数 f での音源 k の空間相関行列であり，

G−1
fk = afkaH

fk である．ただし ∗H はエルミート共役を示す．
ここで，音源スペクトログラムがスパースである，すなわ

ち，各時間周波数ビンにおいて観測される音は高々一つである
とし，そのときの混合音の観測モデルについて考える．まず各
時間周波数ビンにおいて観測される音源を示すための変数を
ztf = [ztf1, · · · , ztfK ]T とする．ただし，ztf は 1 of K 表現の
ベクトルであり，音源 k が観測されるときは ztfk = 1となり，

それ以外のときは 0となる．このとき，観測 xtf は次のような
分布にしたがって生成される．

xtf ∼
K∏

k=1

NC(0,λtfkG−1
fk )ztfk (6)

ここで，空間相関行列は音源の種類ではなく音源の方向に依存
するため，空間相関行列 Gfk を音源ごとに独立な変数ではな
く，方向ごとに独立な変数 Gfd として考える．このとき，式
(6)は音源 k の方向を示すベクトル sk = [sk1, · · · , skD]T を用
いると次のように表される．

xtf ∼
K,D∏

k,d=1

NC(0,λtfkG−1
fd )ztfkskd (7)

ただし，sk は 1 of D 表現のベクトルであり，音源 k が方向 d

にあるときは skd = 1，それ以外のときは 0となる．
次に音源 k のパワー λtfk のモデルについて考える．提案
法では NMF のように基底スペクトル wklf とアクティベー
ション hklt を用いて λtfk を表現する．ただし，NMF では
λtfk =

∑
l
wklf hklt と全ての基底の和でパワーを表現するのに

対し，提案法では各時間周波数ビンごとに一つの基底 l′ を選択
して λtfk = wkl′f hkl′t と表す．その基底を選択するための変
数を utfk = [utfk1, · · · , utfkL]T とすると式 (7)は次のように
表される．

xtf ∼
K,D,L∏
k,d,l=1

NC
(
0, wklf hkltG

−1
fd

)ztfkskdutfkl (8)

ただし，utfk は 1 of L表現のベクトルであり，基底 l が用い
られるときは utfkl = 1，それ以外のときは 0となる．

2. 2 事前分布の設計
提案法では式 (8)のパラメータに対し，ぞれぞれ適切な事前
分布を与えることで推論を行う．ここではその事前分布の与え
方について述べる．まず，ztf，sk，utfk はクラスタリングによ
る推論を行うためにカテゴリカル分布から生成されるとする：

ztf | πt ∼ Categorical(πt) (9)

sk | φ ∼ Categorical(φ) (10)

utfk | ψtk ∼ Categorical(ψtk) (11)

ここで，ハイパーパラメータ πt，φ，ψtk は観測に依存して変
動するため推論を必要とする．したがって πt，φ，ψtk はカテ
ゴリカル分布と共役なディリクレ分布から生成されるとする：

πt ∼ Dirichlet(aπ0 1K) (12)

φ ∼ Dirichlet(aφ0 1D) (13)

ψtk ∼ Dirichlet(aψ0 1L) (14)

ここで，1N は要素が全て 1の N 次元のベクトルとし，a∗
0 は

ハイパーパラメータとする．また，空間相関行列 Gfd，基底
wklf，アクティベーション hklt は式 (8)と共役になるように事
前分布として次のような分布を与える．

Gfd ∼ WC(ν, G0
fd) (15)

wklf ∼ Gamma(aw
0 , bw

0 ) (16)

hklt ∼ Gamma(ah
0 , bh

0 ) (17)
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ここで，ν，a∗
0，b∗

0 はハイパーパラメータであり，WC は複素
ウィシャート分布 (付録参照) とする．

2. 3 推 論
提案法では，観測データ集合X に対するすべてのパラメータ

の事後分布 p(G, Z, S, U ,π,φ,ψ, W , H|X)を最大とするパラ
メータを求めることを目標とする．ただし，これらのパラメー
タを解析的に求めることは困難なので，提案法ではこれらのパ
ラメータをギブスサンプリングにより求めることとする．ただ
し，事後分布に含まれるパラメータはG，Z，S，U，W，H，
ψ，π，φ の 9つがあるが，提案法ではこのうちの π，φ，ψは
積分消去を行い，残りのパラメータΘ = {G，Z，S，U，W，
H}を求めることとする．
ギブスサンプリングではそれぞれのパラメータの事後分布を

求め，それらの事後分布からサンプリングを繰り返すことによ
り推定を行う．それぞれの事後分布は事前分布と尤度関数の積
により求めることができ，以下のようになる．

Gfd | X, Θ¬Gfd ∼ WC(ν′
fd, G′

fd) (18)

ztf | X, Θ¬ztf ∼ Categorical(π′
tf ) (19)

sk | X, Θ¬sk ∼ Categorical(φ′
k) (20)

utfkl | X, Θ¬utfkl ∼ Categorical(ψ′
tfk) (21)

wklf | X, Θ¬wklf ∼ GIG(γw
klf , ρw

klf , τw
klf ) (22)

hklt | X, Θ¬hklt ∼ GIG(γh
klt, ρ

h
klt, τ

h
klt) (23)

ここで，Θ¬∗ はΘから ∗の要素のみを除いた集合とする．ま
た，GIG は一般化逆ガウス分布 (付録参照) を示す．ここで，
ハイパーパラメータ ν′

fd，G′
fd，π′

tf，φ′
k，ψ，γ∗，ρ∗，τ ∗ は

次のようになる．

ν′
fd = ν +

T,K∑
t,k=1

ztfkskd (24)

G′−1
fd = (G0

fd)−1 +
T,K,L∑
t,k,l=1

xtf xtf
H

wklf hklt
ztfkskdutfkl (25)

π′
tfk =

D,L∏
d,l=1

{∣∣∣∣
Gfd

wklf hklt

∣∣∣∣ exp
(

−
xH

tf Gfdxtf

wklf hklt

)}skdutfkl

× (aπ0 + n¬tf
tk ) (26)

φ′
kd =

T,F,L∏
t,f,l=1

{∣∣∣∣
Gfd

wklf hklt

∣∣∣∣ exp
(

−
xH

tf Gfdxtf

wklf hklt

)}ztfkutfkl

× (aφ0 + c¬k
d ) (27)

ψ′
tfkl =

D∏
d=1

{∣∣∣∣
Gfd

wklf hklt

∣∣∣∣ exp
(

−
xH

tf Gfdxtf

wklf hklt

)}ztfkskd

× (aψ0 + n¬tfk
tkl ) (28)

γw
klf = aw

0 − Mnfkl, ρw
klf = bw

0 (29)

τw
klf =

T,D∑
t,d=1

xtf Gfdxtf

hklt
ztfkskdutfkl (30)

γh
klt = ah

0 − Mntkl, ρh
klt = bh

0 (31)

τh
klt =

F,D∑
f,d=1

xtf Gfdxtf

wklf
ztfkskdutfkl (32)
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図 2 マイク配置

ここで，n¬tf
tk は時刻 t周波数 f でのサンプルを除いて，時刻 t

において音源 k に割り当てられた時間周波数ビンの数を表し，
c¬k

d は音源 kを除いて方向 dに割り当てられた音源の数を表す．
また，ntkl(nfkl)は時刻 t(周波数 f)において音源 k，基底 lに
割り当てられた時間周波数ビンの数を示し，n¬tfk

tkl は ntkl から
時刻 t周波数 f で音源 kに割り当てられた要素を除いたもので
ある．

2. 4 分離音の生成
提案法では，時間周波数領域で音源方向ごとにマス
クを推定することにより分離音を生成する．ギブスサ
ンプリングで i 回目の試行により得られるサンプルを
W (i), H(i), G(i), Z(i), S(i), U (i) とすると，時刻 t周波数 f で
の音源方向 dに対するマスクMd

tf は次のようになる．

Md
tf = 1

I

I∑
i=1

K∑
k=1

z(i)
tfks(i)

kd (33)

このMd
tf を用いて次の式により方向 dの分離音を生成するこ

とができる．

xd
tf = Md

tf xtf (34)

3. 評 価 実 験

提案法の分離性能を評価するため，シミュレーションにより
混合した音を用いた実験を行った．比較手法として，IVA [11]，
マルチチャネル NMF (MNMF) [12]，音源モデルをスパース
とし空間モデルに LDAを用いた分離法 (Sparse-LDA) [8]，音
源モデルに NMF，空間モデルに LDAを用いた分離法 (NMF-
LDA) [9]を用いた．これに対し，提案法では音源モデル・空間
モデルともに LDAを用いているためここでは提案法を LDA-
LDAと呼ぶ．また，Sparse-LDAでは音源数の同時推定も行う
が，条件を対等にするため音源数は既知とした．

3. 1 実 験 条 件
図 2 に音源とマイクの配置を示す．残響時間 400 ms のイ
ンパルス応答を用いて 3 音源を混合した音声を用いた．マイ
ク数は 4 とした．混合音には，音声のみの混合音と音楽のみ
の混合音，音声と音楽の混合音をそれぞれ 10 個ずつ使用し
た．用いる音楽と音声は SISEC [13] と JNAS の音素バラン
ス文 [14]から選択した．サンプリング周波数は 16 kHz とし，
STFTでは窓幅 512のハミング窓をシフト幅 256で使用した．
基底数 L = 20 とし，ハイパーパラメータは，ν = M + 1，
aπ0 = aφ0 = 10，aψ0 = aw

0 = ah
0 = bw

0 = bh
0 = 1 とした．また，
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表 1 音楽による評価
SDR SIR SAR

IVA 0.3 dB 4.9 dB 5.7 dB
MNMF 1.0 dB 6.2 dB 6.7 dB

Sparse-LDA 0.7 dB 7.4 dB 4.1 dB
NMF-LDA 1.2 dB 9.6 dB 3.5 dB
LDA-LDA 1.1 dB 8.8 dB 3.7 dB

表 2 音声による評価
SDR SIR SAR

IVA 3.4 dB 7.5 dB 7.1 dB
MNMF 4.8 dB 10.0 dB 7.7 dB

Sparse-LDA 5.5 dB 15.1 dB 6.3 dB
NMF-LDA 4.9 dB 15.0 dB 5.7 dB
LDA-LDA 5.9 dB 16.8 dB 6.4 dB

表 3 音楽 + 音声による評価
SDR SIR SAR

IVA 0.1 dB 5.3 dB 5.3 dB
MNMF 1.8 dB 8.6 dB 6.1 dB

Sparse-LDA 2.4 dB 11.5 dB 4.5 dB
NMF-LDA 1.3 dB 10.6 dB 3.9 dB
LDA-LDA 2.6 dB 13.2 dB 4.2 dB

G0
fd = (afdaH

fd + 0.01 × I)−1 とし，afd には無響室で 5◦ 間隔
で録音したインパルス応答を用いた．ギブスサンプリングの試
行回数は 50回とし，はじめの 30回は burn-in として棄却した．
評価尺度として，Signal-to-distortion ratio (SDR)，Signal-to-
inference ratio (SIR)，Signal-to-artificial ratio (SAR)を用い
た．SDR は総合的な分離性能，SIR は目的音以外の音の除去
性能，SARは分離音の歪みの少なさを表す尺度である．

3. 2 実 験 結 果
表 1，2，3に実験結果を示す．それぞれの条件において最も

数値が大きくなったものを太字で示した．SDRと SIRは音楽
においては NMF-LDAが最も大きく，音声と音楽+音声におい
ては LDA-LDAが最も大きくなった．このことから，より低ラ
ンク性の強い音源である音楽に対しては低ランク近似を用いる
NMF-LDAの方が分離精度は高く，比較的低ランク性の弱い音
源である音声などが含まれる混合音に対しては LDA-LDA の
方が分離精度が高いことがわかった．また，Sparse-LDAと比
較すると SDRと SIRはすべての条件において提案法の方が大
きくなった．このことから提案法の音源モデルの有効性が確認
できた．ただし，SARは全ての条件においてMNMFが最も大
きくなった．また，Sparse-LDA，NMF-LDA，LDA-LDAで
は SARにはそれほど大きな差はなかった．これは，LDAを用
いた分離法では完全に排他的な割り当てが行われるのに対し，
MNMFではソフトな割り当てを行えることから自然なモデル
化が可能となり分離音の歪みが小さくなったのではないかと推
測される．したがって，SAR の改善を行うためには空間モデ
ルの改善が必要であると考えられる．

4. お わ り に

本稿では，空間モデルを音源の混合モデルで記述し，音源モ
デルを基底の混合モデルで記述したネスト型基底・音源混合モ

デルを用いた音源分離法を提案した．ネスト型基底・音源混合
モデルを用いることで，位相情報だけでなく，音源のパワース
ペクトログラムの構造も考慮した音源分離を可能とした．実験
の結果，音声などの比較的低ランクでない音源が含まれる混合
音に対しては提案法により従来法よりも SDRや SIRが向上す
ることを確認した．今後は，提案法のオンライン化や音源数・
基底数の推定を行う．

付 録

複素ウィシャート分布と一般化逆ガウス分布の確率密度関数
は以下のとおりである．

WC(G|ν, G0) = |G|ν−M exp(−tr(G(G0)−1))
|G0|νπM(M−1)/2

∏M−1
m=0 Γ(ν − m)

(A·1)

GIG(y|γ, ρ, τ) = exp{(γ − 1) log y − ρy − τ/y}
2τγ/2Kγ(2√

ρτ) (A·2)

ただし Kγ は第 2種変形ベッセル関数である．
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