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概要
本論文では, 単語に潜在空間における座標を明示的に与え, その上でのガウス過程を考えることで, 通常の
混合モデルに基づくトピックモデルより高精度なテキストモデルが得られることを示す. 提案法は潜在層が
二値ではなく, ガウス分布に従う RBMの生成モデルともみることができ, MCMCにより単語の潜在座標
を学習することは他の多くの応用や, 可視化にも自然に繋がることができる.
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Abstract

This paper proposes a continous space text model based on Gaussian processes. Introducing latent
coordinates of words over which the Gaussian process is defined, we can encode word correlations
directly and lead to a model that performs better than mixture models. Our model would serve as a
foundation of more complex text models and also as a statistical visualization of texts.
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1 はじめに

テキストや語に潜む見えない “意味”を表現するため
の統計モデルとして, 1999年の PLSI [1]によって提
案され, 2001年の LDA [2][3]に受け継がれた確率的
潜在意味解析, またはトピックモデルは自然言語処理
の内外で広範に適用されてきた.

LDAは統計的には混合モデルの一種1であり, トピ
ック別単語分布 p(w|k) (k=1 · · ·K)を,文書が持つ各
トピックへの所属確率 θ=(θ1, · · · , θK) (

∑K
k=1 θk=1)

で混合することで, 文書での単語分布を表現する. 新
聞などの文書集合について適用すると, 「政治」「国
際経済」「国内経済」「芸術」…などのトピックに対
応する単語分布が教師なしで得られることが確かめ
られている.

いっぽう, 制限ボルツマンマシン (RBM) に基づく
一種のニューラルネットであるRaP [4], RSM [5]など
のモデルは, 混合モデルではなく積モデル (Product

of Experts [6]) であり, 文書の話題を国際経済=‘国
際’×‘経済’, 民俗音楽=‘民俗’×‘音楽’ などのより基本
的な要素の積として表現できるため, 一般に LDAを
超える性能を持つといわれている. これらは多層化
することで “Deep Learning” といわれ, より高性能
となることも報告されている [7][8].

1正確には, 混合モデルの混合モデル.

しかしながら, 潜在層が 1/0の二値のベクトルで
あるRBMは最適化がきわめて難しく, 学習率などの
多数のパラメータの組み合わせを各データに合わせ
て発見的に調節しなければ, 品質の低い局所解しか得
られない. また, 生成モデルを持たない無向グラフの
“ニューラルネットワーク”であり,

• 何が学習されているのかが分からない
• RBM以外の他のモデルとの接続が難しい

という大きな問題を持っている. こうした理由から,

実際には RBMは研究の場以外ではほとんど使われ
てこなかった.

そこで本論文では, Latent space models [9, 10]の
考え方に基づいて, 単語に潜在空間における座標を明
示的に与え, この上でのガウス過程を考えることで,

単語および文書の意味をデータから学習することの
できる連続空間トピックモデル (CSTM)を提案する.

RBMと異なり, CSTMでは文書の潜在表現は二値
ではなく, ガウス分布に従う連続値のベクトルであ
る. このため他のモデルとの接続や, 共変量の導入も
容易であり, さらに可視化にも自然に繋がる. 特に,

その構造から LDAと異なり, 語彙の確率を直接制御
することができるため, 文書や単語自体の素性に基づ
いた, よりきめ細かいモデル化が可能になる. CSTM

は完全なベイズ生成モデルであるため, 学習は局所解
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の影響がなく, MCMCで最適化を行うことで RBM

に匹敵する性能を容易に達成できる.

以下では, 2章で背景を説明し, 3章で CSTMのモ
デルを導入する. 4章で学習について, 5章で共変量
を用いた拡張について述べた後, 6章で実験を行い, 7

章で全体をまとめる.

2 トピックモデルと潜在意味表現

確率的潜在意味解析, またはトピックモデルとは, 文
書ごとの単語出現のばらつきを表現するための確率モ
デルであり, その代表である LDA (Latent Dirichlet

Allocation [3])では, 離散データ, すなわち単語の集
合である文書 w = w1w2 · · ·wN が, 次のようにして
生成されたと仮定する.

1. トピック (話題)分布 θ ∼ Dir(α) を生成.

2. For n = 1 · · ·N ,

(a) トピック z ∼ Mult(θ) を選択.

(b) 単語 wn ∼ p(w|z) を生成.

ここで Mult(θ)は多項分布, Dir(α)はディリクレ分
布であり, θ および β = { p(w|z) } (z = 1 · · ·K) が
LDAのパラメータである.

LDAは広く使われており, 時間や文書のラベルな
どの共変量の利用といった無数の拡張があるが, その
ほぼ全てがトピック分布 θ の制御のみに関わってお
り, 実際に単語を生成する確率分布 β は固定となっ
ている. これはトピックの数をK, 語彙の数を V と
したとき, KV 個の値を持つ β を直接パラメータと
する LDAでは, これを動的に変更することが難しい
ためである. 基本となる β から地域別の β′ を生成
する [11]のような研究もあるが, 有限個のバリエー
ションを生成するのみであり, 各文書に応じて β を
適切に変更することはできない.

ここで上の生成モデルを考えてみると, ステップ 2

は (a)(b)をあわせて

wn ∼ p(w) =
∑K

k=1 θkp(w|k) (1)

とできるから, これは図 1のように単語の出現確率
p = (p1, p2, · · · , pV ) の存在する単語単体の内部に
β1 · · ·βK の張るK次元のトピック単体を考え, これ
を θ で内分する点を p としていることがわかる. 図
3に, LDAからランダムに生成した多項分布 p の例
を示した. これから明らかなように, LDAでは β に

図 1: LDAによる多項分布 pの生成. β={ p(w|z) }
で張られるトピック単体の内部を θの割合で内分し
た点が pであり, pから各文書の単語が生成される.
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図 2: LDAの生成モデルからランダムに生成した単
語分布 p. 混合モデルである LDAでは, 単語単体中
の低次元トピック単体の内部しかモデル化できない.

よって決まるトピック単体の内部しかモデル化でき
ない. しかし, 上の議論から p をモデル化する際に
はトピック z は局外母数 (nuisance parameter)であ
り, 必ずしも必要ではない. よって, 何らかの方法で
直接 p を求めることが考えられる.

意味の分散表現 もう一つの観点は, 意味の分散表
現である. LDAは混合モデルであり, 学習の際には
データの各単語にそれを生成した潜在トピックを割
り当ててゆくが, これは単語をどれかのクラスに確率
的にクラスタリングしていることを意味する. しか
し実際は, should は助動詞+過去という要素に分解
できたり, 計算言語学の論文は言語学+数学+統計学
の要素を持っていたりするように, 文書や単語の意味
は複数の素性の束としても捉えられるはずである.

こうした方向のモデルとして, 図 3のように出力
層 v = (v1, · · · , vV )T と通常は二値の潜在層 h =

(h1, · · · , hH)T , hi ∈ {0, 1} が重み W を持つ二分
グラフで結びついている制限ボルツマンマシン (Re-

stricted Boltzmann Machine, RBM) は因子分解に
よる表現を持っており, 次の式で v と h の同時確率
が表される.

p(v,h) =
exp(vTWh)∑

v

∑
h exp(vTWh)

(2)

(2)式の分子は

exp(
∑

i

∑
j wijvihj) =

∏
i

∏
j e

wijvihj (3)

と書けるから, これは混合モデルではなく積モデル
(Product of Experts [6])であることに注意されたい.

実際に, v を期待値としたポアソン分布から単語
が生成されたとする Rate Adapting Poisson (RAP)

モデル [4] や, それを正規化して多項分布にするこ
とで可変長の文書を表現できる Replicated Softmax

Model (RSM) [5]は, 混合モデルより良い性能を示す
と報告されている.

しかしながら, RBMは一般に最適化が非常に難し

潜在層 h

出力層 v

図 3: RBMによる因子分解表現. 出力層 vと {0, 1}
の値をとる潜在層 hが重み Wvh で結びついている.
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“言いたくない意味” “言いたい意味”

f ∼ GP(0,K)

「樹木」

「環境」
「鳥」

「イタリア」

「鮪」

図 4: 単語の潜在座標とガウス過程に従う関数 f .

く, 学習率, 初期値, モーメント, ミニバッチの大き
さなどの最適化パラメータをすべて試行錯誤により
適切に設定しなければ, 品質の悪い局所解しか得られ
ない. また, 何が学習されているのか分からないとい
う理論的な側面に加え, 一種のニューラルネットであ
る RBMはそれ以外のモデルとの連携が難しいとい
う問題も持っている. こうした理由から, RBMは研
究の場を離れてはあまり使用されてこなかった.

しかし, RBMの基礎となっている分散表現の概念
は重要であり, これを, より自然な統計モデルとする
仕組みが望まれる.

3 連続空間トピックモデル

ここで考え直してみると, 実は上のトピックモデルで
は, 結果的に単語 wの潜在意味表現として, LDAで
は確率分布 p(k|w) ∝ p(w|k)p(k)を, RBMでは重み
Wwk を持っており, これらが最も重要なパラメータ
となっていることに気づく.

そこで我々は, 各単語 w が d 次元の潜在座標
ϕ(w) ∼ N(0, Id) を持っていると仮定する. このと
き, 意味的に関連のある単語の確率を同時に大きくす
るためには, 図 4のように, この上に平均 0のガウス
過程に従う関数 (曲面)

f ∼ GP(0,K) (4)

を生成し, 単語の確率を

p(w) ∝ ef(w)G0(w) (5)

でモデル化する. G0(w)は単語 wの「デフォルト」確
率であり,以下では最尤推定G0(w)=n(w)/

∑
wn(w)

(n(w)は wの頻度)を考える.

ガウス過程 [12] とは, ランダムな回帰関数を生
成する確率過程であり, 実際には単純に無限次元の
ガウス分布のことである. カーネル行列 K の要素
Kij = k(ϕ(wi), ϕ(wj)) が近いほど, 対応する出力
f(xi), f(xj) も近くなる. f は直感的には, 「この
文書で言いたいこと」を表している.

(5) 式はポアソン過程の Multiplicative intensity

モデル [13]または対数ガウスCox過程 [14] と同じ考
え方に基づくもので, 確率 G0 が文書によって ef 倍
される. 後に述べるように, f はほぼ −9<f < 9 前
後の値をとるので, f > 0 の領域では意味的に関連の
ある単語の確率は e1∼2.72 倍から最大で e9∼8100

倍程度になり, f < 0 の意味的に無関係な語の確率は
e−1∼0.37 倍から e−9∼0.0001 倍程度に抑えられる.

f は平均 0のため, 期待値は E[p(w)] ∝ e0G0(w) =

G0(w) であることに注意しよう.

実際のテキストはどうなっているのだろうか. 一つ
の目安として, Brownコーパスの各文書の単語につ
いて, 最尤推定による文書内での単語確率 p̂(w|d) と
全体での確率 p̂(w) の対数尤度比 log(p̂(w|d)/p̂(w))
をプロットしたものを図 5(a)に示す. これから, (5)

式を変形した f(w) ∝ log(p(w)/G0(w)) はほぼ正規
分布に従っており, ガウス過程でモデル化することが
妥当であることがわかる.

ただし, よく見ると, 図 5(b)の Cranfieldコーパス
[15] での分布は右に裾が長い. これは, 言語には単語
が一度出現すると, その後現れやすくなるというバー
スト性がある [16]ためであり,2 この影響をモデル化
するために, 我々は式 (5)の p(w) の代わりに, 次の
DCM (Polya)分布を用いる.

p(w|α) = DCM(α) =
Γ(

∑
k αk)

Γ(
∑

k αk+nk)

∏
k

Γ(αk+nk)

Γ(αk)

(6)ここで, nk は w の中での単語 kの頻度である.

これは, 次の 2つの過程

1. Draw p ∼ Dir(α).
2. For n = 1 · · ·N, Draw wn ∼ p.

から p を積分消去して得られるもので, ステップ 1

でそのテキストに適した多項分布をディリクレ分布
から生成しているために, バースト性を表現できるこ
とが知られている [17].

これらを通して, CSTMでは図 6に示した生成モ
デルを仮定する. 図 7に, CSTMから生成した多項
分布と単語の潜在座標 ϕ(w) を示した. 図 2と異な
り, CSTMは単語単体のほぼ全域をモデル化できて
いることがわかる.

4 学習

CSTMでは, 単語の潜在座標 ϕ(w) および各文書の
もつ, ガウス過程に従う関数 f が未知の確率変数で
ある. これはどうやって推定すればよいのだろうか.
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図5: コーパスにおける各文書での単語出現確率 (最尤
推定値)の, 平均値との対数尤度比 log(p̂(w|d)/p̂(w))
のプロット.

2Cranfieldは航空工学の論文抄録で専門用語が多いため, 均衡
コーパスである Brown コーパスよりこの傾向が強い.
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1. Draw α0 ∼ Ga(a0, b0).

2. Draw G0 ∼ PY(β, γ). (実際には最尤推定値)

3. For w = 1 · · ·W,ϕ(w) ∼ N(0, Id).

4. For d = 1 · · ·D,

• Draw f ∼ GP(0,K).

• α(w) = α0G0(w)e
f(w) for w = 1 · · ·W .

• Draw w ∼ DCM(α).

図 6: CSTMの生成モデル.

ここで, f は図 4のように文書ごとに原理的には無
限次元, 実際には語彙次元のベクトルであることに注
意されたい. こうした f を直接求めることは難しい
が, LDAの枠組でトピック間に相関を与えるために
潜在座標を導入する DILN [18]と同様に, 補助変数

u ∼ N(0, Id) (7)

を導入する. このとき, ϕ(w) をまとめて Φ =

(ϕ(w1), · · · , ϕ(wV ))
T とおけば, f = Φu の分布は

u を積分消去して

f |Φ ∼ N(0,ΦTΦ) = N(0,K) (8)

となる. これは, f が式 (4)と同じガウス過程に従う
ことを意味する. よって, 式 (6)の DCMに基づくモ
デルでは, 式 (5)は α0 を定数として

α(w) = α0G0(w)e
f(w) = α0G0(w)e

ϕ(w)Tu (9)

と書けることになり, 観測値 w から, 潜在変数 α0,

ϕ(w), および u を学習する問題となる.

なお (9)式はベクトル表記すれば, exp を要素ごと
に適用するものとして

α

α0G0
= exp(ΦU) (10)

とも書け, 潜在行列 Φ と U を更新する, 非線型な
NMFに似た問題ともみなせる. またはこれは, LSI

において語彙空間を使った後付けの説明 [19] を, 潜
在空間での確率的生成モデルで置き換えたようなも
のとみることもできる.

MCMC 法による学習 CSTM の潜在変数, 特に
ϕ(w) の間には非常に高い相関があるため, 本研究
では局所解の問題のないMCMC法によって学習を
行った. このアルゴリズムを図 8に示す.
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図 7: CSTMからランダムに生成した多項分布 p と
単語の潜在座標 ϕ(w).

1: ϕ(w), ui を N(0, Id) の乱数で初期化
2: α0 = 1; /* 任意の初期値 */

3: for j = 1 · · · J do /* MCMC sweeps */

4: for i = randperm(1 · · ·D) do /*文書座標*/

5: Draw u′
i ∼ N(ui, σ

2
(u))

6: if MH-accept(u′
i) then

7: ui = u′
i

8: Zi = Update(Zi, ui)

9: end if

10: end for

11: for w=randperm(1 · · ·W ) do /*単語座標*/

12: Draw ϕ(w)′ ∼ N(ϕ(w), σ2
(ϕ))

13: if MH-accept(ϕ(w)′) then

14: ϕ(w) = ϕ(w)′

15: for i = 1 · · ·D do

16: Zi = Update(Zi, ϕ(w))

17: end for

18: end if

19: end for

20: z ∼ N(0, σ2
α) ; α

′
0 = α0 · exp(z)

21: if MH-accept(α′
0) then

22: α0 = α′
0

23: end if

24: end for

図 8: CSTMのMCMC法による学習アルゴリズム.

実際にはさらに, ϕ(w)と uiの更新を混合してランダ
ムな順番で行っている.

このアルゴリズムは, ϕ(w) および u についてラ
ンダムな順番で更新する MH法 [20] であり3, 関数
MH-accept()ではパラメータの事前分布および式 (6),

(9)から得られる尤度を用いて受理を判定する. σ(u),

σ(ϕ), σ(α) は正規分布のランダムウォーク幅で, 計算
効率に影響するが, 本研究では予備実験の結果から
σ(u) = 0.01, σ(ϕ) = 0.02, σ(α) = 0.2 とおいた.

計算効率のため, 各文書ごとに式 (6)で用いる∑W
w=1 α(w) = α0

∑W
w=1 G0(w)e

ϕ(w)Tui ≡ Zi (11)

を保持し, パラメータの変化に従ってUpdate(Zi)で
更新してゆく.

5 拡張

5.1 語彙共変量

トピックモデルは文書をモデル化するものであるが,

通常は観測値は単語というより, その IDの整数値で
あり, 自然言語処理というより整数処理に近い. これ
は, 中間的な「トピック」を持つ LDAでは, 文書の
持つ情報がその分布に集約されざるを得ないからで
ある. しかし, 提案法は単語の確率を直接取り扱うも

3対数尤度の勾配を用いる Hamiltonian MCMC 法 [21] など
も試みたが, 計算量が増える一方で結果が不安定になり, ここでは
単純なランダムウォーク MH 法の方が優れていた.
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のであるため, 語彙の情報もモデルに自然に含めるこ
とができる.

具体的には, 単語 w の持つ特徴 (共変量)ベクトル
を c(w) = (c1, · · · , cn) とおくと, 文書ごとに対応す
る重み ζd ∼ N(0, In) を用いて, (9)式を次のように
変更し, MCMC法の中で ud と同様に更新する.

α(w) = α0G0(w)e
ϕ(w)Tudec(w)T ζd (12)

ζd の期待値は 0なので, 影響がなければ最後の項
は e0 = 1 となって無視できることに注意されたい.

もし, 文書を通じて現れる単語の多くに共通する特徴
cn があれば, 上式によりその特徴を持つ単語の確率
が eζdncn 倍される.

重要な点は, これは意味内容とは独立だということ
である. 例えば, 単語を漢字またはひらがなで表記す
る, roman word ではなく saxon word を用いる等の
語彙選択は文書内で通常一貫しており, これをモデル
化することが可能になる. 文書-単語の関係ではやや
分かりにくいが, トピックモデルの重要な応用である
協調フィルタリング [22]の文脈で考えてみよう.

この場合, 文書=人, 単語=商品となり, 誰が何の商
品を買ったか, という購買データがモデル化される.

このとき, 単語=商品が単なる番号で管理されるだけ
でなく, 「菓子」「電気製品」「高価格帯」「CM中」
「暖色系の色」…などのさまざまな特徴を同時に持つ
ことは明らかであり, この上である人が, 同じ条件で
の選択において「寒色系の色」「Sony製品」を好む,

すなわちこれらの特徴を持つ商品の購買確率が高ま
ることが考えられる. CSTMは, こうした傾向もモ
デル化することができる.

5.2 語彙選択と文書共変量

文書に付与されたラベルや時間といった共変量を利
用してトピックモデルを高精度化する研究は無数に
存在するが, 2章で述べたトピックモデルの制約のた
め, それらはすべて文書のトピック分布 θ を共変量
に影響させるものであった. これに対し, CSTMでは
文書の共変量と単語を直接関連づけることができる.

文書 d の共変量を c(d) とおくと, (9)を

α(w) = α0G0(w)e
ϕ(w)Tudec(d)

T ηw (13)

とし, 同様に重み ηw ∼ N(0, IV ) を学習する. これに
より, 例えば書き言葉では “get”と言いたい場合でも
“obtain”が選ばれ, 女性は “nice”より “adorable”の
方を好む [23],といった語彙選択を扱うことができる.

なお, (12) 式も同様であるが, この式は対数をと
れば

logα(w) =

logα0+logG0(w)+ϕ(w)Tud+c(d)T ηw (14)

となり, 共変量の影響を, 切片 logα0, logG0(w) およ
び説明変数による回帰 ϕ(w)Tud からの残差として表
現する対数線形回帰モデルともいえることに注意さ
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図 9: Brownコーパスで学習された単語と文書の潜
在座標. △が文書の座標 uを表す.

れたい. ただし, CSTMでは説明変数 ϕ(w) 自体も
推定すべき潜在変数となっている.

6 実験

英語および日本語の標準的なコーパスを用いて実験
を行った. 使用したデータは, NIPS4, KOSブログテ
キスト5, 毎日新聞 (2000年度から 10,000記事をラン
ダムに選択), およびCSJ話し言葉コーパス [24]であ
る. データの統計量を以下に示した.

データ 文書数 語彙数 総単語数
NIPS 1,740 13,649 2,301,375
KOS 3,430 6,906 467,714
CSJ 3,302 14,993 6,658,503
毎日新聞 10,000 16,496 2,697,996

6.1 予測パープレキシティ

提案手法と RSM[5], LDA, および (6)式の混合モデ
ルである Smoothed DM (SDM) [25] におけるパー
プレキシティを計算した. [26]にならい, データの各
文書のランダムな 80%の単語頻度を用いてモデルを
計算し, 残りの 20%の単語の予測確率を計算する. こ
の幾何平均の逆数がパープレキシティとなり, 高性能
なモデルほど小さい値となる. こうした予測は, 協調
フィルタリングやリンク解析の際に実際に文書モデ
ルが使われる状況を模したものともなっている.

表 1にパープレキシティの結果を示す. CSTMは
次元数を 10,20,· · · ,50まで, LDAと SDMはトピッ
ク数を 10,20,50,100と変化させた. RSMには後に述
べるような多数のハイパーパラメータがある. これ
らのうち, 最高の性能となったものを示した.

CSTMは LDAおよび SDMと比べ, 常に高い性能
を見せることがわかる. 最高性能では RSMにやや
及ばないが, ただし, RSMは最適化が難しいため, 平
均的には非常に悪い性能 (NIPSデータで 2736.74)で
あることに注意されたい. 図 10に様々な最適化パラ
メータの組み合わせに対する, NIPSデータのテスト
セットパープレキシティを示す. これは潜在次元数
∈ {20, 50, 100}, 学習率 ∈ {0.05, 0.01, 0.005, 0.001},
ミニバッチのサイズ ∈ {100, 50, 20}, Contrastive di-

vergenceの繰り返し数 ∈ {1, 3, 5} の合計 108個のパ
4http://www.cs.nyu.edu/˜roweis/data.html
5http://archive.ics.uci.edu/ml/datasets/Bag+of+Words
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データ CSTM RSM SDM LDA

NIPS 1383.66 1290.74 1638.94 1648.3

KOS 1632.35 1396.61 1936.25 1730.7

毎日新聞 473.95 622.69 582.37 507.39

表 1: 各データでのテストセットパープレキシティ.

ここでは最高値のみを示した.

ラメータの組み合わせに対し, それぞれ 400回の繰
り返しで計算した結果である. この中で CSTMの性
能を超えたのはわずか 4通りであり, これは事前には
予測できない.6 RBMの難しさが見てとれる.

6.2 潜在座標

図 11に, NIPSデータを d=20次元で学習した場合
の単語の潜在座標を示す. 単語は分散表現されてい
るが, 次元毎に近い意味の単語がまとまっていること
がわかる. (‘image’,‘images’),(‘state’,‘states’)のよう
な複数形が, 自動的にほぼ同じ座標となっていること
に注意されたい.

なお, CSTMは文書の潜在座標も補助変数 udとし
て計算するため, 図 9に示すように, 単語と同様に文
書も可視化することができる. ここでは上と異なり,

d=3次元に縮約して学習を行った. 従来のPLSV[27]

のような手法と異なり,「トピック」という中間単位
を仮定しないため, 文書の座標を単語と直接関連して
求められるのが特徴といえる.

6.3 単語の女性らしさ, 男性らしさ

語彙選択の典型的な実例として, 5.2節で述べたよう
に, 女性と男性の言葉遣いの違いが挙げられる. 最近
になって, こうした差も計算言語学の俎上に乗るよう
になったが [28][29], これらは通常のトピックモデル
を基にしているために, トピック選択への影響という
面に留まっていた. これに対し, 提案手法では (13)式
により, 文書ラベルに示された性別の, 語彙への影響
を直接モデル化することができる.
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図 10: 様々な最適化パラメータの組み合わせによる,

RSM の NIPS データのテストセットパープレキシ
ティ. 性能が CSTM (1383.66)を超えたのは, この
うち 3.7%だけであった. この計算にはXeon 2.4GHz

の計算機で 2週間を要している.

6学習データのパープレキシティが低くとも, RBM は簡単に
オーバーフィットするため, 実際の性能を示す指標とはならない.

上位語 下位語
eζ 単語
5.189397 会える
4.789601 おとなしい
4.734041 混ぜ合わせ
4.653134 いらし
4.575240 敷き
4.490396 っぽく
4.379417 嫁い
4.363100 開ける
4.287748 寄せ
4.258699 出掛ける
4.152641 美しく
4.137955 大ヒット
4.089389 乾い
3.993580 過ごせる
3.985330 治ら
3.976584 こんにち
3.965575 味付け
3.912359 かわいらしい
3.903488 かわいかっ
3.860548 素晴らしかっ
3.829211 素敵
3.810095 飲み物
3.802053 飲み会
3.796178 菜園
3.761855 敏感

eζ 単語
0.022626 長尾
0.022603 求まる
0.022252 パープレキシティー
0.021917 与党
0.021602 公明
0.021542 サーチ
0.021403 速報
0.021295 ディフェンダー
0.021107 データー量
0.020954 徳島
0.020551 ビションフリーゼ
0.020187 トルシエ
0.019836 晴郎
0.019825 共振
0.019105 鯉のぼり
0.017528 独占
0.017237 仕様
0.016810 カバレージ
0.016356 真紀子
0.016326 芦田
0.014809 しゅ
0.014667 スラッシュ
0.014512 湾曲
0.014346 ハイパーリンク
0.012725 韻書

表 2: CSJコーパスから計算した単語の「女性度」.

本研究では, 講演者の性別の付与された CSJ話し
言葉コーパス [24]を用いた. 3302講演のうち, 1381

講演が女性, 残りの 1921講演が男性によるものであ
る. 同内容のテーマが指定されているため, 内容の影
響を (14)式により除去した上での語彙選択の効果が
計算できる.

表 2に, 得られた単語確率の修正係数 eζ の上位お
よび下位語を示した. 話題選択に関係する語も多少
はあるが, 女性の選択しやすい/し難い語が品詞をま
たいで, 定量的に取り出せていることがわかる.

6.4 単語の特徴とトピックモデル

5.1節で述べた語彙共変量として,毎日新聞記事の各単
語が数字,漢字,ひらがな,カタカナのいずれかのみで
成る場合を 1/0で符号化し, c(テーブル)=(0, 0, 0, 1)

のような共変量の下で式 (12) を最適化する実験を
行った. 各文書 dに含まれる語が共通の特徴を持つ
場合に, 文書の潜在座標に加えて, 対応する重み

ηd=(η(数字), η(漢字), η(ひらがな), η(カタカナ))

が学習される.

図 12 に, η(カタカナ) および η(ひらがな) の値の
高かった文書番号を示す. 実際に文書 2364はカタカ
ナの人名の多い映画評, 文書 4580はほぼ全体がひら
がなで書かれた絵本のテキストであり, 共通する特徴
が教師なしで確かに学習されていた. なお, この際の
パープレキシティは 473.27と, 語彙共変量を用いな
い表 1の場合と予測性能はほぼ同等であった.
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図 11: NIPSデータを d=20次元で学習した場合の, 単語の潜在座標 ϕ(w).

η(カタカナ) 文書 2364:

文書 eη

2364 1.498
4597 1.471
442 1.440
4633 1.433
1520 1.422

#日公開の映画ではウォンカーウァイ
監督の花様年華かようねんかがカンヌ
国際映画祭最優秀男優賞トニーレオン
高等技術院賞受賞のかくかくたる戦果
をあげての香港凱旋がいせんだあまり
にも古風な映画でカーウァイ監督ファン
はびっくりするかも日本映画は連弾が
はじけるおもしろさ人間の屑もけっこ
う見せるデニーロのくせ者ぶりが楽し
めるミートザペアレンツ小粒でも · · ·

η(ひらがな) 文書 4580:

文書 eη

4580 1.720
9961 1.501
5238 1.494
7420 1.470
8375 1.452

文 小森香折 こもりかおり 絵 広瀬弦
ひろせげん ゆうが押おし入いれをか
たづけているとこちらへどうぞという
父とうさんの声こえがきこえてきまし
た押し入れのむこうはうらないの部屋
へやですゆうは押し入れにもぐりこん
で耳みみをあてました女のお客きゃく
さんが入はいってきて母かあさんとあ
いさつしているのがきこえてきますあ
のうへびがみさまはこれがおすきだと
うかがいまして · · ·

図 12: 単語の特徴に基づく効果の学習. 各文書内で,

ある特徴を共有する単語の確率がさらに eη倍される.

7 まとめと今後の展望

本論文では, 単語に潜在空間における座標を与え, そ
の上でのガウス過程を考えることで, 混合モデルに基
づく通常のトピックモデルより高精度なテキストモ
デルが得られることを示した. ベイズ学習の際に補
助変数を導入することにより, 提案法は潜在層が二
値ではなく, 連続なガウス分布に従うRBMともみな
せ, MCMC法により容易に最適化することができる.

通常の RBMは無向グラフのため学習の意味が不明
であり, シグモイド関数のみによって強引な正則化が
行われるが, 提案法はガウス過程による生成モデルを
与え, 事前分布によって自然に正則化されることが特
徴といえる.

自然言語は離散であるが, 本研究では確率の比を考
えることで, ガウス分布によりモデル化できること
を示した. 基本となるアイデアは基底測度の Expo-

nential tilting であり, 今後これを階層モデルに適用
していきたい.

単語に潜在座標を与えることで, 単語間の相関を
「トピック」という外生変数に頼らず, 直接与えるこ
とができる. 埋め込めるものは単語に限らず, 離散
データ一般であり, またその距離の定義も本研究の線
形カーネルには留まらない. 空間の文脈適応化も含
め, さらなる可能性を追及していきたい.
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