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あらまし 本稿では，モノラル音響信号の音源分離を例に，任意のテンソルデータに対して，全ての要素間の相関を
考慮しながら低ランク近似を行うことができる相関テンソル分解 (CTF) を提案する．非負値制約付きの低ランク近
似技法は，非負値行列分解 (NMF)，非負値テンソル分解 (NTF)，半正定値テンソル分解 (PSDTF) と発展してきて
おり，CTFはこの系統における究極形である．音源分離においては，従来，NMFを用いて，混合音の各時刻におけ
るパワースペクトル（非負ベクトル）を，少数の基底スペクトル（非負ベクトル）の線形和で近似するのが一般的で
あった．近年，位相情報の重要性が認識され，PSDTFを用いて，複素スペクトルを構成する周波数ビン間の共分散行
列を，基底共分散行列の線形和で近似する方法が提案されている．一方，CTFでは，複素スペクトログラムを構成す
るすべての時間周波数ビン間の共分散行列を，周波数方向の共分散行列と時間方向の共分散行列とのクロネッカー積
の和で近似する．その結果，すべての時間周波数ビン間の相関を考慮したウィナーフィルタを用いて，位相の整合性
を考慮しつつ，音源信号の複素スペクトログラムを一挙に推定することが可能となる．CTFでは，EMアルゴリズム
あるいは補助関数法を用いた最尤推定や，ガンマ過程に基づく基底数の無限化が可能であることを示す．
キーワード 音楽音響信号解析，非負値行列分解，テンソル分解，音源分離，ノンパラメトリックベイズ

1. は じ め に

モノラル音響信号に対する音源分離を行うには，非負値行列
分解 (Nonnegative Matrix Factorization, NMF) [1] を用いる
のが主流である．NMFは，入力となる非負値行列（非負値ス
ペクトログラム）を二つの非負値行列（基底スペクトルの集合
と対応する音量ベクトルとの集合）の積で近似することができ
る．このとき，混合音の複素スペクトログラム中の時間周波数
ビンはすべて独立で（現実には不成立），それぞれが異なる複素
ガウス分布に従うという仮定のもとでは，混合音のパワースペ
クトログラムに対して Itakura-Saito (IS) ダイバージェンスに
基づく NMF (IS-NMF) が理論的に妥当である．IS-NMFの結
果に基づくウィナーフィルタを用いると，時間周波数ビンごと
に独立に，混合音の複素成分を音源信号の複素成分の和に分解
することができる．しかし，混合音と音源信号の複素スペクト
ログラムの位相は同一とせざるを得なかった．
時間領域信号に対応する「無矛盾な」複素スペクトログラム
を推定する試みはいくつか存在する．Griffinら [2]は，与えら
れた振幅スペクトログラムの位相を復元するため，その振幅ス
ペクトログラムにできるだけ近い振幅スペクトログラムをもつ
時間領域信号を推定できる反復短時間フーリエ変換 (STFT) 法
を提案している．Le Rouxら [3]は，与えられた複素スペクト
ログラムの無矛盾性を評価する関数を提案し，それを最大化す
るアルゴリズムを導出している [4]．一方，亀岡ら [5]は，混合

音の複素スペクトログラムを取り扱うことができる複素 NMF

を提案し，無矛盾性に関する評価関数 [6]を組み込む拡張を行っ
ている．ここで，複素スペクトログラムが無矛盾であることが、
対応する時間領域信号が高品質であることを必ずしも意味しな
いことに注意が必要である．
近年，複素スペクトログラムに含まれる位相情報を取り扱

うため，半正定値テンソル分解 (Positive Semidefinite Tensor

Factorization, PSDTF) [7, 8] と呼ばれる因子分解法が提案さ
れている．NMFは，非負値ベクトルを少数の非負値基底ベク
トルの線形和で近似するのに対し，PSDTFは，半正定値行列
を少数の半正定値基底行列の線形和で近似する．PSDTFにも
様々な変種が考えられるが，LogDet (LD) ダイバージェンスに
基づく PSDTF (LD-PSDTF) が IS-NMFの自然な拡張となっ
ている．IS-NMF は，各時刻の混合音のパワースペクトルを，
各音源の典型的なパワースペクトルパターンの線形和で近似す
るのに対し，LD-PSDTFは，各時刻の混合音の複素スペクトル
から計算される共分散行列を，各音源の複素スペクトルの共分
散行列の線形和で近似する．ここで，共分散行列の対角成分が
パワースペクトルに対応することに着目されたい．LD-PSDTF

では，周波数間の相関を考慮するウィナーフィルタを用いて，
時間ごとに独立に，混合音の複素スペクトルを音源信号の複素
スペクトルの和に分解することができる．実は，このような周
波数領域での分解は，時間領域での分解に対応しており，高品
質な時間領域の音源信号を推定できる理由となっている．
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IS-NMF (すべてのビンが独立)

LD-PSDTF (周波数方向の相関を考慮)

F次元複素ガウス分布

LD-PSDTF (時間方向の相関を考慮)

T次元複素ガウス分布

LD-CTF (すべてのビン間の相関を考慮)

FT次元複素ガウス分布

*混合音の複素スペクトログラム x ∈ CFT に対し，IS-NMFは，周波数方向の非負値ベクトル群W = {w1,w2,w3 ∈ RF
+} および時間方向の非

負値ベクトル群H = {h1,h2,h3 ∈ RT
+} を推定する．LD-PSDTF は，周波数方向の半正定値行列群 V = {V 1,V 2,V 3 ∈ SF

+} および時間方
向の非負値ベクトル群H，あるいは周波数方向の非負値ベクトル群W および時間方向の半正定値行列群 U = {U1,U2,U3 ∈ ST

+} を推定する．
LD-CTF は，周波数方向の半正定値行列群 V および時間方向の半正定値行列群 U を推定する（図中では F = 256, T = 840）．

図 1 時間周波数領域での音源分離における IS-NMF, LD-PSDTF, LD-CTF の比較．

実際の音響信号の複素スペクトログラムには，周波数方向だ
けではなく，時間方向にも相関が存在する．理論上は，定常信
号に対してフーリエ変換を用いると，周波数間は独立となる
ので，実際の音響信号に対しては，局所的な定常性を仮定して
STFTを行うのが一般的である．しかし，厳密には，窓関数で
切り出された短時間信号は定常ではないため，その複素スペク
トル中では，倍音関係や隣接関係にある周波数ビン間には強
い相関が発生することが避けられない．また，音響信号は時系
列データであるという性質上，時間方向にも相関が存在する．
LD-PSDTFでは，周波数方向の相関を考慮することができる
が，時間方向の独立性が仮定されていた．混合音の複素スペク
トログラムの周波数軸と時間軸を入れ替えて LD-PSDTFを利
用することも可能であるが，時間方向の相関は考慮できても，
周波数方向の独立性を仮定せざるを得なかった．
本稿では，NMF，PSDTF に続く究極の因子分解技法とし
て，時間周波数上の相関を完全に取り扱える相関テンソル分解
(Correlated Tensor Factorization, CTF)を提案する．CTFも
NMFや PSDTFと同様に様々な変種を考えることができ，本
稿では，LDダイバージェンスに基づく CTF (LD-CTF) を取
り上げる．図 1に IS-NMF，LD-PSDTF，LD-CTFの比較を
示す．LD-CTF は，半正定値行列を，少数の半正定値行列の
ペアのクロネッカー積の和で近似する，すなわち，混合音の複
素スペクトログラム中の全ての時間周波数ビン間の超大規模な
共分散行列を，各音源に対応する周波数方向の共分散行列と時
間方向の共分散行列のクロネッカー積の和で近似する．この結

果，混合音の複素スペクトログラムに対し，全ての時間周波数
ビン間の相関を考慮したウィナーフィルタを適用することで，
音源の複素スペクトログラムを一挙に得ることができる．
LD-CTF は，全ての時間周波数ビン上の超高次元の多変量

複素ガウス分布の共分散行列パラメータ（周波数方向の共分散
行列と時間方向の共分散行列の少数のペア）の最尤推定を行う
ことと等価である．本稿では，IS-NMFや LD-PSDTFと同様
に，収束性の保証された Expectation-Maximization (EM) ア
ルゴリズムおよび Minorization-Maximization (MM) アルゴ
リズムを導出する．さらに，観測データに合わせて音源数を自
動的に調整するため，ガンマ過程に基づくノンパラメトリック
ベイズモデルが定式化できることを示す．パラメータの事後分
布を推定には，補助関数を用いた変分ベイズ法を利用できる．
理論的には，LD-CTF は究極の分解技法ではあるが，数百

万次元を超えるような巨大行列の計算は現実的ではないため，
計算量削減のための工夫が必要不可欠である．まず，周波数方
向および時間方向の共分散行列をともにブロック対角行列に限
定した LD-CTFの近似モデルを提案する．これは，局所的な
時間周波数領域に限定して完全な相関を考慮することに相当す
る．また，基底行列群の同時対角化による高速化についても議
論する．具体的には，周波数方向の共分散行列群を同時にほぼ
対角化できるような線形変換と，また，時間方向の共分散行列
群を同時にほぼ対角化できるような線形変換をそれぞれ見つけ
ることができれば，変換後の空間における IS-NMFが時間周波
数領域での LD-CTFの良い近似になると考えられる．
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2. 因子分解と音源分離

本章では，従来の因子分解技法である NMF と PSDTF に
ついて説明する．特に，音源分離における IS-NMF [10] と
LD-PSDTF [7]の理論的な妥当性について説明する．
2. 1 非負値行列分解 (NMF)

NMF では，非負値行列 X ∈ RF×T
+ を二つの非負値行列

W ∈ RK×F
+ およびH ∈ RK×T

+ の積 Y = W TH ∈ RF×T
+ で

近似する．ただし，K � min(F, T )は基底数を表す．

xft ≈ yft
def
=

K∑
k=1

wkfhkt (1)

ここで，ykft = wkfhkt と定義すると，yft =
∑

k ykft が成立
する．観測値 xft と近似値 yft との間の誤差 C(xft|yft)を評価
する尺度のひとつに，Bregmanダイバージェンス [11]がある．

Cφ(xft|yft) = φ(xft)− φ(yft)− φ�(yft)(xft − yft) (2)

ここで，φは厳密に凸な関数である．例えば，φ(x) = x log x−x

の場合はKullback-Leibler (KL) ダイバージェンスに，φ(x) =
− log xの場合は ISダイバージェンスに対応する．

CIS(xft|yft) = xft

yft
− log

xft

yft
− 1 (3)

NMFのコスト関数 Cφ(X|Y )は次式で与えられる．

Cφ(X|Y ) =

F∑
f=1

T∑
t=1

Cφ(xft|yft) (4)

このコスト関数を最小化するW およびH を求めるため，MM

アルゴリズムが提案されている [12]．一方，ガンマ事前分布を
導入してベイズ推定を行うこともできる [13, 14]．
2. 2 IS-NMFを用いた音源分離
与えられた混合音の複素スペクトログラム S ∈ CF×T（F は
周波数ビン数，T はフレーム数）を K 個の音源信号の複素ス
ペクトログラムの和に分解することを考える．音源 kの複素ス
ペクトログラムを Zk ∈ CF×T とし，周波数領域での瞬時混合
過程を仮定すると，以下が成り立つ．

S =

K∑
k=1

Zk (5)

IS-NMF では，潜在変数 zkft が，ykft を分散パラメータと
する複素ガウス分布に従うことを仮定する．

zkft|ykft ∼ Nc(0, ykft) (6)

ここで，sft =
∑

k zkft かつ yft =
∑

k ykft であり，複素ガウ
ス分布の再生性から，sft も複素ガウス分布に従う．

sft|yft ∼ Nc(0, yft) (7)

これは，sft の位相に関わらず，時刻 t・周波数 f におけるパ
ワー xft

def
= |sft|2 が指数分布に従うことと等価である．

xft|yft ∼ Exponential(yft) (8)

観測される複素スペクトログラム S に対する対数尤度関数は，

log p(S|Y ) =

F∑
f=1

T∑
t=1

log p(sft|yft)

=

F∑
f=1

T∑
t=1

(
−xft

yft
− log yft

)

c
= − CIS(X|Y ) (9)

で与えられる．したがって，対数尤度関数の最大化 p(S|Y )は，
ISダイバージェンス CIS(X|Y )の最小化と等価である．
パラメータ Y（W およびH）が推定できれば，式 (6)およ

び式 (7)から，観測変数 S が与えられたもとで，潜在変数 Zk

の事後分布を求めることができる．

p(zkft|sft) = Nc

(
zkft

∣∣∣ykfty−1
ft sft, yft − y2

kfty
−1
ft

)
(10)

このウィナーフィルタでは，Zk と S の位相は同一とせざるを
得ず，音源分離性能に限界がある根本的な原因となっている．
2. 3 半正定値テンソル分解 (PSDTF)

PSDTFでは，観測データとして，特別な形式を持つ 3階の
テンソルX = [X1, · · · ,Xt] ∈ CF×F×T が与えられるものと
する．ここで，各要素Xt ∈ SF

+ は半正定値行列であるとする．
PSDTFの目標は，それぞれの半正定値行列Xt をK 個の半正
定値行列 {V k ∈ SF

+}Kk=1 の線形和で近似することである．

Xt ≈ Y t
def
=

K∑
k=1

hktV k (11)

ここで，Y kt = hktV k とすると，Y t =
∑

k Y kt が成立する．
hkt � 0はXt における基底行列 V k の重みである．観測行列
Xt と近似行列 Y t との間の誤差 Cφ(Xt|Y t)を評価する尺度と
して，Bregman行列ダイバージェンス [11]が利用できる．

Cφ(Xt|Y t)=φ(Xt)−φ(Y t)−tr
(
∇φ(Y t)

T (Xt−Y t)
)
(12)

ここで，φは微分可能で厳密に凸な関数である．特別な場合と
して，φ(Z) = tr(X logX −X)の場合の von Neumann (vN)

ダイバージェンスや，φ(Z) = − log |Z|の場合の LogDet (LD)

ダイバージェンスなどが知られている [16]．

CLD(Xt|Y t) = − log
∣∣XtY

−1
t

∣∣+ tr
(
XtY

−1
t

)−M (13)

PSDTFのコスト関数 Cφ(X|Y )は次式で与えられる．

Cφ(X|Y ) =

T∑
t=1

Cφ(Xt|Y t) (14)

LD-PSDTFに関しては，このコスト関数を最小化する V およ
びH を求めるため，MMアルゴリズムが提案されている [7,8]．
2. 4 LD-PSDTFを用いた音源分離
LD-PSDTFでは，音源信号 k の時刻 tにおける複素スペク

トル（潜在変数）を zkt = [zk1t, · · · , zkFt]
T ∈ CF とすると，

zkt は Y kt ∈ SF
+ を共分散行列パラメータとする多変量複素ガ

ウス分布に従うことを仮定する．

zkt|Y kt ∼ Nc(0,Y kt) (15)

ここで，混合音の時刻 t における複素スペクトル（観測変数）
を st = [s1t, · · · , sFt]

T ∈ CF とすると，st =
∑

k zkt かつ
Y t =

∑
k Y kt であることと，複素ガウス分布の再生性から，

st も多変量複素ガウス分布に従う．

st|Y t ∼ Nc(0,Y t) (16)
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最終的に，混合音の時刻 t における局所的な共分散行列を
Xt

def
= sts

H
t とすると，観測される複素スペクトログラム S に

対する対数尤度関数を導出できる．

log p(S|Y ) =

T∑
t=1

log p(st|Y t)

=
T∑

t=1

− log |Y t| − tr(XtY
−1
t )

c
= − CLD(X|Y ) (17)

したがって，対数尤度関数 p(S|Y )の最大化は，LDダイバー
ジェンス CLD(X|Y )の最小化と等価である．
パラメータ Y（V およびH）が推定できれば，式 (15)およ
び式 (16)から，観測変数 S が与えられたもとで，潜在変数 Zk

の事後分布を求めることができる．

p(zkt|st) = Nc

(
zkt

∣∣∣Y ktY
−1
t st,Y t−Y ktY

−1
t Y kt

)
(18)

このウィナーフィルタを用いると，S から Zk の位相をある程
度正しく復元することができる．

3. 相関テンソル分解

本章では，相関テンソル分解 (Correlated Tensor Factoriza-

tion, CTF) とよぶ新しい因子分解法について説明する．
3. 1 定 式 化
観測データとして，半正定値行列X ∈ SFT

+ が与えられるもの
とする．CTFの目標は，半正定値行列Xを半正定値行列の集合
{V k ∈ SF

+}Kk=1と対応する半正定値行列の集合 {Uk ∈ ST
+}Kk=1

とのクロネッカー積の和で近似することである．

X ≈ Y
def
=

K∑
k=1

V k ⊗Uk (19)

ここで，Y k = V k ⊗Uk と定義すると，Y =
∑

k Y k が成立
する．これらすべての半正定値行列が対角行列のとき，式 (19)

で定義される CTFは，式 (1)で定義される NMFに帰着する．
また，{V k}Kk=1 あるいは {Uk}Kk=1 のいずれかが対角行列の集
合であるとき，式 (19)で定義される CTFは，式 (11)で定義
される PSDTFに帰着する．CTFでは，PSDTFと同様に，観
測行列 X と再構成行列 Y との間の誤差 Cφ(X|Y )を評価する
尺度として，Bregman行列ダイバージェンス [11]を利用する．

Cφ(X|Y ) = φ(X)− φ(Y )− tr
(
∇φ(Y )T (X − Y )

)
(20)

CTFでは，Cφ(X|Y )を最小化する V および U を求めること
が目標となる．本稿では特に，LDダイバージェンス CLD(X|Y )

に基づく CTF (LD-CTF) について議論する．
3. 2 LD-CTFを用いた音源分離
LD-CTF では，音源信号 k の複素スペクトログラム Zk

の全ての時間周波数ビンを並べたベクトル（潜在変数）を
zk = [zk11, · · · , zk1T , · · · , zkF1, · · · , zkFT ]

T ∈ CFT とし，zk

が Y k ∈ SFT
+ を共分散行列パラメータとする多変量複素ガウ

ス分布に従うことを仮定する．

zk|Y k ∼ Nc(0,Y k) (21)

ここで，混合音の複素スペクトログラム S（観測変数）を同様
に展開し，s = [s11, · · · , s1T , · · · , sF1, · · · , sFT ]

T ∈ CFT とす
ると，s =

∑
k zk かつ Y =

∑
k Y k であることと，複素ガウ

ス分布の再生性から，次式が成立する．

s|Y ∼ Nc(0,Y ) (22)

したがって，X
def
= ssH とすると，観測される複素スペクトロ

グラム S に対する対数尤度関数は，次式で与えられる．

log p(S|Y ) = log p(s|Y )

= − log |Y | − tr(XY −1)

c
= − CLD(X|Y ) (23)

したがって，対数尤度関数 p(S|Y )の最大化は，LDダイバー
ジェンス CLD(X|Y )の最小化と等価である．
パラメータ Y（V および U）が推定できれば，式 (21)およ

び式 (22)から，観測変数 S が与えられたもとで，潜在変数 Zk

の事後分布を求めることができる．

p(zk|s) = Nc

(
zk

∣∣∣Y kY
−1s,Y −Y kY

−1Y k

)
(24)

このウィナーフィルタでは，時間周波数ビン間の完全な相関が
考慮されている．また，Zk

def
= zkz

H
k と定義しておく．

3. 3 Expectation-Maximizationアルゴリズム
LD-CTFの確率モデル（3. 2節）を考えることで，補助関数

法の一種である EMアルゴリズムを用いた最尤推定を行うこと
ができる．対数尤度関数 p(S|Y )を直接最大化することは困難
であるので，下限関数を設計する．

log p(S|Y )

= log

∫
q(Z)

p(S,Z|V ,U)

q(Z)
dZ

�
∫

q(Z) log
p(S,Z|V ,U)

q(Z)
dZ

=

∫
q(Z) log p(S,Z|V ,U)dZ −

∫
q(Z) log q(Z)dZ

def
= L (q(Z),V ,U) (25)

ここで，q(Z)は潜在変数 Z に関する変分事後分布である．
Eステップでは，V およびU が既知のもとで，L (q(Z),V ,U)

を最大化する q(Z)を求める．具体的には，q(Z)が真の事後分布
p(Z|S,V ,U)と一致するとき（式 (24)参照），L (q(Z),V ,U)

は最大化される．

q(Z) = p(Z|S,V ,U) =

K∏
k=1

p(zk|S,V k,Uk)

=
K∏

k=1

Nc

(
zk

∣∣Y kY
−1x,Y k − Y kY

−1Y k

)
(26)

この結果から潜在変数 Z に関する期待値を計算しておく.

E[zk|X,V ,U ] = Y kY
−1x (27)

E[Zk|X,V ,U ] = Y k − Y kY
−1Y k + Y kY

−1XY −1Y k

= Y k

(
I +

(
Y −1X − I

)
Y −1Y k

)
(28)

Mステップでは，q(Z)が既知のもとで，L (q(Z),V ,U)を
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最大化する V および U を求める．まず，L (q(Z),V ,U)のう
ち，V および U を含む項を書き下す．

L (q(Z),V ,U)

c
=

∫
q(Z) log p(X|Z)p(Z|V ,U)dZ

c
=

K∑
k=1

Eq(zk) [logNc (zk|0,V k ⊗Uk)]

c
= −T

K∑
k=1

log |V k| − F

K∑
k=1

log |Uk|

−
K∑

k=1

tr
(
(V −1

k ⊗U−1
k )Eq(zk) [Zk]

)
(29)

L (q(Z),V ,U)を V −1
k で偏微分する．

∂L
∂V −1

k

= TV T
k − (IF,F ⊗ 1T

T )

(
(1F,F ⊗U−1

k )� Eq(zk)[Z
T
k ]
)
(IF,F ⊗ 1T ) (30)

ここで，1∗ は全要素が 1 のベクトルあるいは行列を表す（添
え字はデータのサイズ）．これを 0とおいて V k について解き，
式 (28)を代入すると V k の更新則を得る．

V k ← 1

T
(IF,F ⊗ 1T

T )
(
(1F,F ⊗U−T

k )

� (
Y k

(
I +

(
Y −1X − I

)
Y −1Y k

)))
(IF,F ⊗ 1T ) (31)

同様に，Uk の更新則も求められる．

Uk ← 1

F
(1T

F ⊗ IT,T )
(
(V −T

k ⊗ 1T,T )

� (
Y k

(
I +

(
Y −1X − I

)
Y −1Y k

)))
(1F ⊗ IT,T ) (32)

EM アルゴリズムでは，対数尤度関数 p(S|Y ) が収束するま
で式 (31)および式 (32)を反復する．このとき，V k と Uk に
はスケール不定性があるので，反復のたびに，V k の対角成
分（IS-NMF における基底スペクトル wk に相当）の和が 1

となるように，両者のスケールの調整を行う．この処理で，
L (q(Z),V ,U)の値は影響を受けない．
3. 4 Minorization-Maximizationアルゴリズム
対数尤度関数 p(S|Y )に対して EMアルゴリズムとは異なる
補助関数を設計することにより，MMアルゴリズムに基づく最
尤推定を行うことができる．まず，半正定値行列を入力にとる
関数の凸性および凹性に基づく不等式を導出しておく．まず，
f(Z) = log |Z| (Z ∈ SM

+ )が凹関数であることに着目すると，
f(Z)に対して 1次のテイラー展開を行うことで，次式を得る．

log |Z| � log |Ω|+ tr(Ω−1Z)−M (33)

ここで，Ω は任意の半正定値行列である．等号成立条件は，
Ω = Z で与えられる．次に，任意の半正定値行列 A ∈ SM

+ に
対して g(Z) = tr(Z−1A) は凸関数であることに着目すると，
澤田らの提案する不等式 [17]を適用可能である．

tr

((∑K
k=1 Zk

)−1

A

)
�

K∑
k=1

tr
(
Z−1

k ΦkAΦH
k

)
(34)

ここで，{Zk ∈ SM
+ }Kk=1 は任意の半正定値行列の集合であり，

{Φk ∈ CM×M}Kk=1 は
∑

k Φk = IM,M を満たす補助変数であ

る．ここで，IM,M はM ×M の単位行列である．等号成立条
件は，Φk = Zk(

∑
k′ Zk′)−1 で与えられる．

式 (33)および式 (34)を用いると，対数尤度関数 p(S|Y )に
対する下限関数を導出できる．

log p(S|Y )

c
= − log |Y | − tr

(
XY −1)

c

� − log |Ω| −
K∑

k=1

tr
(
Y kΩ

−1)−
K∑

k=1

tr
(
Y −1

k ΦkXΦH
k

)

def
= L(Ω,Φ,V ,U) (35)

ここで，Ωは半正定値行列であり，{Φk}Kk=1は
∑

k Φk = IFT,FT

を満たす補助変数である．等号が成立する，すなわち，
L(Ω,Φ,V ,U)を最大化するときの条件は次式で与えられる．

Ω = Y (36)

Φk = Y kY
−1 (37)

次に，Ω および Φ が既知のもとで，L(Ω,Φ,V ,U) を最大
化する V および U を求める．行列変数微分のチェイン則に注
意しながら，L(Ω,Φ,V ,U)を V k で偏微分したものをを 0と
おいて V k について解き，式 (36)および式 (37)を代入すると
V k の更新則を得る．

P k
def
= (IF,F ⊗ 1T

T )
(
(1F,F ⊗UT

k )� Y −1
)

(IF,F ⊗ 1T ) (38)

Qk
def
= (IF,F ⊗ 1T

T )
(
(1F,F ⊗UT

k )� Y −1XY −1
)

(IF,F ⊗ 1T ) (39)

V k ← P
− 1

2
k

(
P

1
2
k V kQkV kP

1
2
k

) 1
2

P
− 1

2
k

= P−1
k ◦ (V kQkV k) (40)

ここで，◦は半正定値行列同士の幾何平均を表す．同様に，Uk

の更新則も求められる．

Rk
def
= (1T

F ⊗ IT,T )
(
(V T

k ⊗ 1T,T )� Y −1
)

(1F ⊗ IT,T ) (41)

Sk
def
= (1T

F ⊗ IT,T )
(
(V T

k ⊗ 1T,T )� Y −1XY −1
)

(1F ⊗ IT,T ) (42)

Uk ← R
− 1

2
k

(
R

1
2
k UkSkUkR

1
2
k

) 1
2

R
− 1

2
k

= R−1
k ◦ (UkSkUk) (43)

3. 5 ノンパラメトリックベイズモデル
本節では，基底数をK → ∞としたノンパラメトリックベイ

ズモデルについて説明する．いま，基底の重みを表す無限次元
の非負値ベクトル θ = [θ1, · · · , θ∞]T を式 (22)に導入する．

s|Y ∼ Nc(0,Y ) = Nc

(
0,

K∑
k=1

θk(V k ⊗Uk)

)
(44)

ここで，Y k = θk(V k ⊗Uk)かつ Y k =
∑

k Y k とした．この
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とき，無限次元の θ のうちで，一部の要素のみが有意に大きな
値をもち，それ以外はほとんどゼロとなるような学習を行うに
は，θ に対する事前分布としてガンマ過程を用いるのが自然で
ある [14]．簡便なガンマ過程の近似方法として，K を十分に大
きくとり，各要素 θk がガンマ事前分布に従うことを仮定する．

θk ∼ G(αc/K, α) (45)

ここで，α � 0 および c � 0 は正の超パラメータであり，
Eprior[θk] = c/K および Eprior[

∑
k θk] = c となっている．こ

のとき，K → ∞とすれば，ガンマ過程が得られる．
また，パラメータ U および U に関しては，複素ウィシャー
ト事前分布を用いるのが都合がよい．

V k ∼ Wc(R
V
0 , γV

0 ) (46)

Uk ∼ Wc(R
U
0 , γ

U
0 ) (47)

いま，観測データ S が与えられたもとでの，パラメータの事
後分布 p(θ,V ,U |S) = p(S,θ,V ,U)/p(S)を計算したい．し
かし，周辺尤度 p(S) =

∫∫∫
p(S,θ,V ,U)dθdV dU の計算は

解析的に行えないため，変分ベイズ法を用いて p(θ,V ,U |S)を
近似的に求める．まず，因子分解が可能な関数形をもつ変分事
後分布 q(θ,V ,U)を考える．

q(θ,V ,U) =

K∏
k=1

q(θk)q(V k)q(Uk) (48)

そのうえで，真の事後分布 p(θ,V ,U |S)に対するKLダイバー
ジェンスを最小化するような q(θ,V ,U)を求めたい．これは，
対数周辺尤度 log p(S)の変分下限 L を最大化することと等価
であることが知られている．

log p(S)

� E[log p(S|θ,V ,U)]

+ E[log p(θ)] + E[log p(V )] + E[log p(U)]

− E[log q(θ)]− E[log q(V )]− E[log q(U)]

c

� E[logL(Ω,Φ,θ,V ,U)]

+ E[log p(θ)] + E[log p(V )] + E[log p(U)]

− E[log q(θ)]− E[log q(V )]− E[log q(U)]

def
= L(Ω,Φ, q(θ), q(V ), q(U)) (49)

ここで，第一項に関して，不等式 (35)では，Y k = V k ⊗Uk で
あったのを，Y k = θk(V k ⊗Uk)とした不等式を用いた．この
とき，変分下限 L(Ω,Φ, q(θ), q(V ), q(U))を最大化するには，
L(Ω,Φ, q(θ), q(V ), q(U))が収束するまで各変数の最適化を反
復する．まず，補助パラメータΩおよび Φを最適化する．そ
の後，各パラメータに関する変分事後分布を順次更新する．

q(θ) ∝ p(θ) exp(Eq(V ,U)[logL(Ω,Φ, θ,V ,U)]) (50)

q(V ) ∝ p(V ) exp(Eq(θ,U)[logL(Ω,Φ,θ,V ,U)]) (51)

q(U) ∝ p(U) exp(Eq(θ,V )[logL(Ω,Φ,θ,V ,U)]) (52)

まず，L(Ω,Φ, q(θ), q(V ), q(U))を最大化する補助パラメー
タ Ωおよび Φを求める．

�
�

�
�

�
�
∼

�
�
��

�
⊗�

�
�

�

�

�

�

図 2 ブロック対角行列に制限した LD-CTF．

Ω =
∑

kE[Y k] (53)

Φk =
(
E
[
Y −1

k

])−1
(∑

k′
(
E
[
Y −1

k′
])−1

)−1

(54)

次に，L(Ω,Φ, q(θ), q(V ), q(U)) を最大化する変分事後分
布 q(θ), q(V ), q(U)を求める．各分布は一般化逆ガウス (Gen-

eralized Inverse Gaussian, GIG) 分布あるいは複素行列 GIG

(Matrix GIG, MGIG) 分布で与えられる [7]．

q(θk) = GIG(θk|αc/K, ρθk, τ
θ
k )

q(V k) = MGIG(V k|γV
0 ,RV

k ,T V
k ) (55)

q(Uk) = MGIG(Uk|γU
0 ,RU

k ,T
U
k )

ここで，各分布のパラメータは以下で与えられる．

ρθk = 2α+ 2tr
(
E[V k ⊗Uk]Ω

−1) (56)

τθ
k = 2tr

(
E
[
V −1

k ⊗U−1
k

]
ΦkXΦH

k

)
(57)

RV
k = (RV

0 )−1 + E[θk](IF,F ⊗ 1T
T )

(
(1F,F ⊗ E[UT

k ])�Ω−1
)
(IF,F ⊗ 1T ) (58)

T V
k = E[θ−1

k ](IF,F ⊗ 1T
T )

(
(1F,F ⊗ E[U−T

k ])�ΦkXΦH
k

)
(IF,F ⊗ 1T ) (59)

RU
k = (RU

0 )
−1 + E[θk](1T

F ⊗ IT,T )
(
(E[V T

k ]⊗ 1T,T )�Ω−1
)
(1F ⊗ IT,T ) (60)

TU
k = E[θ−1

k ](1T
F ⊗ IT,T )

(
(E[V −T

k ]⊗ 1T,T )�ΦkXΦH
k

)
(1F ⊗ IT,T ) (61)

MGIG分布に従う確率変数の各種期待値を計算するには，ウィ
シャート分布を用いた重点サンプリングを行う必要がある [21]．
3. 6 計算量削減のための拡張
これまで説明した通り，理論上は LD-CTFの最尤推定とベ

イズ推定が導出できるが，計算量が極めて膨大であり，現実的
には実行不可能である．音源分離問題において，F と T はそれ
ぞれ周波数ビン数とフレーム数に対応しており，FT × FT と
いう巨大な行列を取り扱う必要があることから，LD-CTFの計
算量は O(KF 3T 3)である．
計算量を削減する一つの方法は，半正定値行列 V k や Uk を

ブロック対角行列に制限することである（図 2）．音源分離にお
いては，時間周波数領域を矩形領域に分割し，各ブロックでは
完全な相関を考慮するが，ブロック間は独立であるとみなすこ
とを意味する．ここで，V k と Uk がどちらも対角行列の場合
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には IS-NMF，いずれかが対角行列の場合には LD-PSDTFと
なることに注意されたい．簡単のため，V k ∈ SF

+ は，同一サ
イズ P の半正定値行列を対角上に I 個に並べた半正定値行列
であり，Uk ∈ ST

+ は，同一サイズ Qの半正定値行列を対角上
に J 個に並べた半正定値行列であるとする．ただし，F = PI

および T = QJ とする．実際には，すべての kについて共通で
あれば，各ブロックのサイズは可変でよい．また，必ずしも隣
接する行あるいは列を同じブロックにいれる必要はなく，行お
よび列をそれぞれ I 個と J 個のブロックにクラスタリングして
おけばよい．このとき，計算量は O(KIJP 3Q3)となり，大幅
な計算量の削減が可能となる．
劇的な高速化を行うには，V および U に対してそれぞれ同
時対角化を行うことが考えられる．本稿では，時間周波数領域
における複素スペクトログラム S の確率モデルを考えていた．

S|V ,U ∼ Nc

(
0,

K∑
k=1

V k ⊗Uk

)
(62)

ここで，S は行列であるが，全ての要素を並べたベクトルが多
変量複素ガウス分布に従うと考える．S に任意の線形変換 A

およびB を両側から適用すると，次式が成立する．

ASBH |V ,U ∼ Nc

(
0,

K∑
k=1

AV kA
H ⊗BUkB

H

)

このとき，すべての kについて，AV kA
H およびBUkB

H が
対角行列となれば，変換後の空間では，LD-CTF は IS-NMF

に帰着し，高速な実行が可能となる．したがって，同時対角化
を行う Aおよび B の推定と，V および U の更新を反復的に
繰り返す手法が有望である．例えば，Aと B が，ともに離散
フーリエ変換 (DFT) 行列である場合を考える．もし，時間領
域信号が定常であれば，V k は巡回行列となり，DFT行列DF

で対角されるため，A = DF とすることはよい選択となる．こ
れが，周波数方向には独立であるとして IS-NMFを適用する理
由であったが，LD-PSDTFを用いれば分離精度が向上するこ
とから，DF は同時対角化のための最適な変換ではないことが
示唆されている．一方，フレーム方向の時間軸の変換について
は，これまでほとんど議論されてこなかった．ガウス過程の観
点から，周波数方向・時間方向の依存性を一挙に解決する試み
についてさらなる研究が期待される．
3. 7 LD-CTFの一般形
音源分離では，式 (22)で示すように，二次元の複素スペクト
ログラム（行列データ）を展開したベクトル s ∈ CFT を分解す
ることが目的であった．より一般に，M 次元（階数M）のテ
ンソルデータを展開したベクトル x ∈ CD1D2···DM に対する分
解を考えることができる．

x ∼ Nc

(
0,

K∑
k=1

V
(1)
k ⊗ V

(2)
k ⊗ · · · ⊗ V

(M)
k

)
(63)

このとき，V
(m)
k ∈ SDm

+ は半正定値行列である．V
(2)
k ⊗ · · · ⊗

V
(M)
k は半正定値であることから，V

(1)
k は，3. 4節や 3. 4節と

同様に更新できる．一般の V
(m)
k についても，sの配置を入れ

替えることにより，同様の更新が可能である．

表 1 音源分離精度 [dB]．
IS-NMF LD-PSDTF LD-CTF

(P,Q) (1, 1) (256, 1) (840, 1) (128, 10) (64, 20) (32, 40)

SDR 18.88 21.58 21.04 19.68 20.60 20.21

SIR 24.14 27.01 24.67 25.29 26.17 25.45

SAR 20.45 23.14 23.50 21.47 21.47 22.15

さらなる拡張として，多変量複素ガウス分布の代わりに，裾
が重い多変量複素対称 α安定分布を用いることが考えられる．

x ∼ SαSc

(
0,

K∑
k=1

V
(1)
k ⊗ V

(2)
k ⊗ · · · ⊗ V

(M)
k

)
(64)

安定分布は，α = 2（多変量複素ガウス分布）あるいは α = 1

（多変量複素コーシー分布）以外のときには，確率密度関数を陽
に書き下すことができず，最適化が困難であるが，すべての α

について再生成を持つという分解を考えるうえで好ましい性質
を持っているため，近年注目されている．

4. 評 価

LD-CTF を用いた音源分離実験について報告する．本稿で
は，3. 4節で述べたMMアルゴリズムに基づく最尤推定を用い
て，LD-CTFの基本的な動作と性能を確認した．
4. 1 実 験 条 件
実験には，MIDIのピアノ音を用いた．三つの音高 (C4, E4,

G4) をもつ 1.2秒間の音響信号を準備し，それらを 7つの異な
る組み合わせで重畳したもの (C4, E4, G4, C4+E4, C4+G4,

E4+G4, C4+E4+G4)を連結して 16[kHz]の 8.4秒の音響信号
を合成した．窓幅 512点ガウス窓を用いて，窓シフト長 160点
の STFTを行った（F = 256，T = 840）．
合成した混合音を C4, E4, G4に対応する音源信号に分離す

ることを試みた（K = 3）．ブロック対角 LD-CTFの設定は，
(P,Q) = (256, 1), (1, 840), (128, 10), (64, 20), (32, 40) とした．
比較のため，IS-NMF も評価した．このとき，計算量を削減
し，局所解を回避するため，IS-NMFの結果を，LD-CTFの初
期値とした．ブロック対角 LD-CTF は，(P,Q) = (1, 1) のと
き IS-NMF に，(P,Q) = (256, 1) あるいは (P,Q) = (1, 840)

のときそれぞれ周波数方向あるいは時間方向の相関を考慮す
る LD-PSDTF と等価である．各手法に対して，反復回数は
100 回とした．BSS Eval Toolbox [23] を用いて，Source-to-

Distortion Ratio (SDR)，Source-to-Interferences Ratio (SIR)

および Sources-to-Artifacts Ratio (SAR) で評価した．
4. 2 実 験 結 果
表 1 に実験結果を示す．(P,Q) = (256, 1) に対応する LD-

CTF（周波数方向の相関を考慮したLD-PSDTF）は IS-NMF

に対する明確な優位性を示した．LD-PSDTFを時間領域で実
行した場合は，SDRは 26.6 [dB]であった [8]．理論的には両
者は等価であり，ほぼ同じ分離精度が得られるはずであるが，
複素行列計算に関する計算誤差の影響が考えられる．一方，
(P,Q) = (1, 840)に対応する LD-CTF （時間方向の相関を考
慮した LD-PSDTF）でも優れた分離結果が得られることが本
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840

840

256

256

図 3 (P,Q) = (64, 20) のときの LD-CTF の結果．

実験で初めて確認された．図 1を見ると，周波数方向において
は，倍音の間には強い相関があり，時間方向においては，音量
の大きいフレームの間には強い相関があることがわかる．
ブロック対角 LD-CTFは，IS-NMF より高精度な分離が可
能であるはあるものの，LD-PSDTF には及ばなかった．図 3

に実行結果の例を示す．時間周波数領域を排他的なブロックに
区切ることで，ブロックの境界付近で位相が不適切になる可能
性が考えられる．また，隣接する周波数を同じブロックにして
いるが，倍音周波数を同じブロックにいれて，倍音周波数間の
相関は完全に取り扱うことで，分離精度の向上が期待できる．

5. お わ り に

本稿では，NMFや PSDTFを特別な場合として含む相関テ
ンソル分解 (CTF) を提案した．特に，音源分離に適した LD

ダイバージェンスに基づく CTF (LD-CTF) を取り上げ，最尤
推定のための EMアルゴリズムおよび MMアルゴリズム，さ
らにガンマ過程に基づくノンパラメトリックベイズモデルと変
分ベイズ法を提案した．また，ブロック対角制約や同時対角化
などの計算量を削減する方法について議論した．
CTF は任意のテンソルデータに対して適用でき，非負値テ
ンソル分解 (Nonnegative Tensor Factorization, NTF) のエレ
ガントな数学的拡張にもなっている．テンソルの各モードにお
ける完全な相関を考慮可能な強力な枠組みであり，推薦システ
ムなど信号処理分野以外への応用について検討していきたい．
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